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Resumo

As técnicas de Aprendizado de Maquina séo aplicadatarefas de classificacdo para a
aquisicdo de conhecimento através de um conjuntdades ou informacdes. Alguns
métodos de aprendizado utilizados pela literatufia $aseados em aprendizado
semissupervisionado; este é representado por pegezoentual de exemplos rotulados
(aprendizado supervisionado) combinados com umatigaale de exemplos rotulados e
nao rotulados (nao-supervisionado) durante a faseethamento, reduzindo, portanto, a
necessidade de uma grande quantidade de dadosdadujuando apenas um pequeno
conjunto de exemplos rotulados esta disponivel par@amento. O problema da escolha
aleatédria das instancias € comum no aprendizadiss@pervisionado, pois a maioria dos
trabalhos usam a escolha aleatéria dessas insgaacgue pode causar um impacto
negativo. Por outro lado, grande parte dos métdeoaprendizado de maquina trata de
problemas unirrétulo, ou seja, problemas onde el@ge um determinado conjunto séo
associados a uma uUnica classe. Entretanto, dianteckssidade existente de classificar
dados em uma grande quantidade de dominios, ou aeim de uma classe, essa
classificacéo citada é denominada classificacadimullo. Este trabalho apresenta uma
analise experimental dos resultados obtidos porongi utilizacdo do aprendizado
semissupervisionado em problemas de classifica¢dtirmdtulo usando um parametro de
confiabilidade como auxilio na classificagdo doda¥a Dessa maneira, a utilizacdo de
técnicas de aprendizado semissupervisionado, beno cte métodos de classificacédo

multirrotulos, foram imprescindiveis na apresentasds resultados.

Palavras Chave: Aprendizado de Maquina; Aprendizado Semissupemnio;

Classificacao Multirrétulo; Parametro de Confiadalde.



Abstract

The techniques of Machine Learning are applied lassification tasks to acquire
knowledge through a set of data or information. 8dearning methods proposed in
literature are methods based on semissupervisediriga this is represented by small
percentage of labeled data (supervised learning)boted with a quantity of label and
non-labeled examples (unsupervised learning) duthegtraining phase, which reduces,
therefore, the need for a large quantity of labetelances when only small dataset of
labeled instances is available for training. A caonm problem in semi-supervised
learning is as random selection of instances, simost of paper use a random selection
technique which can cause a negative impact. Mdahazhine learning methods treat
single-label problems, in other words, problems nehee given set of data are associated
with a single class; however, through the requir@nexistent to classify data in a lot of
domain, or more than one class, this classificaisncalled multi-label classification.
This work presents an experimental analysis of tlesults obtained using
semissupervised learning in troubles of multi-lalmdhssification using reliability
parameter as an aid in the classification data.sThhe use of techniques of
semissupervised learning and besides methods oifladogt| classification, were essential

to show the results.

Keywords: Machine Learning; Semissupervised learning; Mualbdl classification;

Reliability Parameter.
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Capitulo 1

Introducéao

Uma significativa quantidade de dados e informag@®s sendo propagada de maneira
acelerada no nosso universo cotidiano. Essa qaaetidde dados armazenam
informacgBes, muitas vezes sigilosas, sobre algumirdo do qual foram extraidas. No
fim da ultima década, houve uma expressiva pre@égpguanto ao desenvolvimento de
mecaniscos computacionais capazes de processaageamar essas informacdes. Mas, 0
que se observou com acumulo dessas informacdes fificuldade em extrair o
conhecimento desses dados. O que muitos estudilasasea tém em mente hoje é o
desenvolvimento de processos automaticos para igigip de conhecimento a partir

desses dados e informacdes armazenadas.

Essas dificuldades tem incentivado o desenvolvimdatmecanismos de aprendizado de
maquina que, entre outras coisas, permitem a eleBorautomatica de modelos a partir
de um conjunto de dados. O Aprendizado de MaguikM) (6 uma area dedicada ao
estudo e desenvolvimento de mecanismos computéEiogae permitam o
aperfeicoamento do desempenho em alguma tarefeéatte experiéncias acumuladas
(MONARD, 2003; MITCHELL, 1997).

Aprendizado
de Maquina
Quantidade Grau de Nivel de
de Rotulos Supervisdo Rétulos
iz Semis- Nao- s
Supervisionado s A Hierdrquico
supervisionado supervisionado

Figura 1.1 Caracterizacao das Aplicacdes de Alwado de Maquina,
(SANTOS,2012).

Além disso, o aprendizado de maquina é represemqgadama grande quantidade de

algoritmos que propdem solucdes ou modelos parstis tipos de problemas. Para tal,



esses algoritmos séo classificados de acordo ciarendlies abordagens. Na Figura 1.1 é
possivel visualizar diferentes abordagens do apadd de maquina. No aprendizado
supervisionado, também conhecido como classificagdiegressdo, durante a fase de
treinamento os algoritmos recebem como entrada gesnassociados a informacéo de
saida desejada, representando a classe cujo exeguepience. Por outro lado, o

aprendizado nédo-supervisionado recebe como engaeimplos sem a informacdo de
saida desejada, ou seja, ndo é conhecido, a @iquial classe os exemplos do conjunto

de treinamento pertencem.

Atualmente, a comunidade cientifica vem se dedamols estudos de uma terceira
categoria de aprendizado, surgida através da juagtie o aprendizado supervisionado
com o aprendizado ndo-supervisionado. Essa noegaré de aprendizado é conhecida
como aprendizado semissupervisionado (MATSUBARA;NARD; BATISTA, 2005).
Na sua fase de treinamento, o aprendizado semissiprado combina os dados
rotulados, ou seja, exemplos que estdo associadios aleterminada classe ou categoria
e o0s dados nao-rotulados, exemplos sem qualqusseclau categoria associada,
reduzindo, dessa maneira, a necessidade de umadeggaantidade de dados rotulados
gquando somente um pequeno conjunto de exemplotadoti esta disponivel. Essa
reducdo na necessidade de um grande numero de madieslos é uma das vantagens
dos métodos de aprendizado semissupervisionadoTSAN2012).

Em aprendizado de maquina, muitos algoritmos témocobjetivo solucionar problemas
de classificacdo de dados a partir de um conjuetdatios brutos, onde, através desses
algoritmos, serao retiradas informag6es por meioadegorizacdo (SANTOS, 2012). Na
Figura 1.1, caracteristicas quanto a quantidadétdéos sdo definidas como unirrétulo
ou multirrétulo. Uma abordagem comum e bastantdéizadia na literatura é a
classificagdo de dados unirrotulo que trata dorajfizado de um conjunto de exemplos
onde cada um desses exemplos estdo associado®rltsama classe. Por sua vez, em
problemas de classificacdo multirrotulo, uma gragantidade de exemplos podem estar

associados a mais de uma classe simultaneamentd.(MA2009).

Quanto aos niveis dos rotulos, segundo a literafgasolucdes cuja classificacdo das
classes pertencem ao conjunto finito de classest@ d@odas em um mesmo nivel

possuem, dessa maneira, uma independéncia erntl@sass. Nesse tipo de classificacao



nao sdo considerados relacionamentos hierarquitins as classes, logo, este tipo de
classificagdo € conhecida como classificacdo pldDatrossim, em problemas de
classificagdo mais complexos na qual as classesnpaér divididas em subclasses ou
estarem agrupadas em superclasses, estes, porezuasdo classificados segundo a

literatura como problemas de classificacao hietiaequ

Levando em consideragdo as vantagens do aprendeatissupervisionado, bem como
0 uso de técnicas de classificacdo multirrGtuloapar resolugdo de problemas de
classificacdo, este trabalho tem como principalofac aplicacdo de aprendizado

semissupervisionado combinado a classificacao mailiio.

1.1) Motivacao

Na literatura j& podem ser encontrados trabalhos fgzem uso do aprendizado

semissupervisionado em problemas de classificagétirmtulo, tais como (METZ, 201

1; SANTOS, 2012; RODRIGUES et al, 2013). Porémumsgdestes trabalhos ndo se
preocuparam com 0 problema relativo ao aprendizeglmissupervisionado, que €

relacionado ao problema na escolha das instaneasonhdadas a serem rotuladas. Em
(SANTOS, 2012), por exemplo, foi desenvolvido mésaos que buscavam auxiliar, de

maneira aleatodria, na escolha dos exemplos natadol Porém, parte dos resultados
apresentados por (SANTOS, 2012) nao foram taofsignte quanto estimados, o que,

certamente, foi ocasionado pela aleatoriedade sw@shas das instancias no aprendizado

semissupervisionado.

Outro problema abordado por este trabalho e quédanserve como motivacdo € o
problema da dimensionalidade de bases de dadosgjaubases de dados com grande
guantidade de atributos. Por sua vez, alguns &tsbpodem ser irrelevantes e/ou
redundantes e que, consequentemente, podem \@juadioar o desempenho durante um

processo de aprendizado.

Portanto, a motivagdo principal para este trab&hw fato de neste ser aplicada uma
maneira mais sistematica na escolha das instaraliagjando, portanto, alcancar um
melhor desempenho a partir da combinacdo do apashalisemissupervisionado com

classificagcdo multirrotulo. Os dados né&o-rotuladims conjunto de exemplos seréo



classificados como rotulados a partir de um pan@npie € chamado de confiabilidade
onde, por sua vez, auxiliarhd na escolha dessespto®mo procesos de atribuicdo de
pesos para os rétulos no aprendizado semissuperadn. Diante da apresentacdo dos
resultados favoraveis a utilizacdo do aprendizaoissupervisionado e as técnicas de
classificacdo multirrotulo que usam pesos no pemeke rotulacdo de instancias, surge,
portanto, a motivacdo para a ideia desse novo nseearafim de minimizar o problema
na escolha aleatéria de dados. Além dessa abordageial, sera abordado nesse
trabalho técnicas de reducédo de dimensionalidad® quarametro auxiliar no processo
de rotulacdo de instancias, visto que a grande rdiioealidade de atributos, pode,

consequentemente, vir a ser um fator complicadanigua aquisicdo de bons resultados.

1.2) Objetivos

Como ja mencionando, este trabalho tem como objetvincipal desenvolver
mecanismos que fazem uso de um parametro de cdidhale em problemas de
classificagdo multirrétulo através da aplicacbes thcnicas de aprendizado

semissupervisionado.

Nesse trabalho, os referidos objetivos a seguierdevser alcancados:

» Desenvolvimento e implementagcdo de técnicas desifitag;do multirrétulo
semissupervisionada: Consiste nesse trabalho o nwa#ggEnento e
implementacdo de novas técnicas de classificacadirndtwlos aplicadas em
técnicas de aprendizado semissupervisionado, priopando, dessa maneira,
novas contribuicdes para os estudos nessa area;

* Proporcionar aos diferentes problemas de class#itgauma aplicacdo dos
modelos propostos: Observa-se a existéncia desvarablemas de classificacdo
quando estes utilizam modelos de classificacdoregigpmado existentes, bem
como o0s metodos semissupervisionados propostos.seDenodo, sera
desenvolvido um estudo comparativo entre as tésresistentes e as técnicas
propostas;

* Avaliar os resultados por meio de diferentes medidspecificas para

classificagdo multirrétulo: Visto as caracteristicaspecificas envolvendo



problemas de classificacdo multirrétulos, certaslides especificas de avaliacdo
serdo utilizadas para aferir o0 desempenho de dassifccador sobre cada tipo de
problema. Por fim, a avaliagdo do desempenho dessedidas € parte
fundamental no objetivo do trabalho, pois busca-s@bilidade da aplicacdo do
aprendizado semissupervisionado em métodos deficdas&o multirrétulo com o
intuito de aproximar os resultados obtidos dosltados oriundos do aprendizado

supervisionado.

1.3) Organizacao do Trabalho

Além deste Capitulo, essa tese de mestrado esididdivem mais sete Capitulos e

organizada da seguinte maneira:

» Capitulo 2: apresenta conceitos basicos de apammizie maquina, dando
énfase aos seus algoritmos, bem como os difereipies de aprendizado de
maquina existentes. Além disso, esse capitlo apigess principais caracteristicas
e algoritmos existentes associados aos difererfess tde problemas de
classificacdo de dados. Além disso, mostra a a@glcado aprendizado
semissupervisionado em tipos de problemas de fitagsio de dados;

e Capitulo 3: apresenta o0s principais trabalhos eewolo tarefas de
classificacdo  multirrétulo, bem como  técnicas de reagizado
semissupervisionado;

* Capitulo 4: apresenta os algoritmos propostos paraelaboracdo de
classificadores multirrotulos baseados em paramelecconfiabilidade através do
aprendizado semissupervisionado. Além disso, s&esaptadas também as
medidas de avaliacdo usadas neste trabalho;

e Capitulo5: apresenta a metodologia dos experimentos parametros
utilizados para todo o desenvolvimento do estudaauasicdo dos resultados,
bem como as bases de dados multirrétulos usadss ergerimento;

» Capitulo 6: apresenta os resultados experimenbdidos a partir de bases de
dados multirrétulos, bem como apresenta os redtadpartir de bases de dados

multirrétulos reduzidas em sua dimensionalidade



e Capitulo 7: tem como intuito apresentar as conages finais, trabalhos

publicados e trabalhos futuros.



Capitulo 2

Fundamentos Teobricos

O Aprendizado de Maquina (AM) pode ser consideradta area de pesquisa na
Inteligéncia Artificial (IA) na qual tem o interessem desenvolver técnicas
computacionais a partir de um conhecimento prelé@&mn de construir sistemas capazes
de adquirir conhecimento de forma automatica (REZEN2003). Em um modo geral,
pode-se considerar diferentes tipos de aprendizado,como: indutivo, dedutivo, e 0
baseado em analogia (TAVARES et al., 2007). O ajizado estudado atualmente pela
literatura € o aprendizado baseado em conceitoxldedo. Esse conceito considera fatos
ou observacdes como possivel generalizacdo a e@eduou seja, esse conceito de
inducdo é a maneira de inferéncia logica que pitissibbter conclusbes a partir de um
conjunto particular de exemplos. Ela é caracteazpélo raciocinio originado em
conceito especifico e generalizado, da parte patado (REZENDO, 2003). Dessa
maneira, a inducdo vem demonstrando ser uma inmerfarramenta na geracao de

novos conhecimentos. Na Figura 2.1 € ilustrad&maiguia do aprendizado indutivo.

Aprendizado
nao-supervisionado

Aprendizado
supervisionado

Classificacio

Regressdo

Figura 2.1 Hierarquia do aprendizado indutivo, (SANs, 2012).

Podemos observar que na Figura 2.1 o aprendizaldivo decorre de dois modos de

aprendizado distintos: aprendizado supervisionad@mendizado nao-supervisionado.



No aprendizado supervisionado, um conjunto de da@oreinamento é fornecido ao
algoritmo de aprendizado onde o rétulo da classoceéda € conhecido. Isso no
aprendizado ndo-supervisionado ndo ocorre. Apesar abnceitos introdutdrios de
aprendizado de méaquina, este trabalho apresentlhmas aplicacdes do aprendizado

supervisionado, semissupervisionado e nao-supemado na Secao 2.3.

De acordo com a Figura 1.1, Aprendizado de Magumaaitivo, sdo apresentadas as
perspectivas na qual o aprendizado de maquina lséivele: grau de supervisao,
quantidade de rétulos e nivel de rétulos. Quantgraa de supervisdo, o aprendizado de
maquina faz uso de técnicas de aprendizado supeE@d, nao-supervisionado e
semissupervisionado. Para a quantidade de rétolesprendizado de maquina pode
combinar suas técnicas com problemas de classificagirrotulo ou multirrétulo. E, por
fim, quanto ao nivel de rétulos, o aprendizado @guina organiza seus rétulos em um
nivel plano ou hierarquico. Na Secéo 2.3 sao aptades os tipos de aprendizado quanto

ao grau de superviséao.

Este capitulo estad organizado do seguinte manedreSecdo 2.1, sdo apresentados 0s
conceitos basicos associados a area de aprendizati@quina, bem como, no sub-item
da Secéo 2.1, serdo apresentados os conceitogudes algoritmos de aprendizado de
maquinas usados nesse trabalho. J& na SecdoafaZsdrdas categorias de aprendizado

indutivo existente acrescido do aprendizado sempésisionado.

2.1) Conceitos basicos do Aprendizado de Maguina

Na literatura €é possivel encontrar varias defirsc@®bre conceitos basicos de
aprendizado de maquina. Nesta secdo, serdo a@@sgms principais termos referentes
a area de aprendizado de maquina, bem como suagdes e caracteristicas. Alguns
termos podem ser aplicados a grande maioria degseslos. Sao eles:

» Atributo: também chamados campos ou variaveis,usifinados para descrever
caracteristicas ou aspectos de um exemplo. Ger@mes atributos se dividem
em dois modelos: discretos ou continuos. Atribdissretos contém um namero
finito ou infinito contavel de valores. Um espediglo de atributo discreto é o
atributo binario, ou booleano, que representa apdos valores de saida, como



0/1, sim/ndo, auséncia/presenca, verdadeiro/fastre outros. Ja os atributos
continuos, por sua vez, podem ser representado¥ipweros infinitos de valores.
Geralmente esses atributos continuos séo resultdosedidas e representados
por nuUmeros reais, como peso, tamanho e distfRA&ELLI et al., 2011).

Classe ou Roétulo: também chamado de atributo-alvoa classe ou rétulo,
descreve 0 conceito-meta, ou seja, 0 conceito gukeseja aprender para tornar
viavel a realizacdo de predicdes a seu respeitcCEHAI et al.,, 2011). No
aprendizado supervisionado, todo exemplo possub peénos um atributo

especial denominado rétulo ou classe.

Exemplo: um objeto Unico do mundo a partir do qual modelo sera aprendido
ou usado, é também conhecido como padrdo ou instahm exemplo descreve
um objeto de uma determinada situacédo na qualssgadaprender através de um
vetor de valores de caracteristicas ou atributd®NMRD, 2003). Além do vetor
de caracteristicas, um exemplo pode ter um atribgpecial, que indica a que

classe ou rétulo esse exemplo pertence.

Vetor de caracteristicas: uma lista de caracteaistijue descreve um exemplo do

conjunto de exemplos.

Conjunto de exemplos: também conhecido como camjdatdados ou conjunto

de instancias, é composto por um numero de exenquos Seus respecitos
valores de atritubos.

Conjunto de treinamento: utilizado como entrada opelalgoritmos de
aprendizado. E a partir do conjunto treinamento cg#® construidos
classificadores, portanto, ele deve ser represemtah distribuicdo da populacao

dos dados do dominio.

Conjunto de teste: utilizado para avaliar o modelostruido. Esse conjunto ndo

deve ser apresentado ao algoritmo de aprendizadantdua elaboracdo do
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modelo. O ideal € que o conjunto de testes nd@aterdmplos em comum com 0s

exemplos do conjunto de treinamento.

* Conjunto de validacéo: utilizado na realizacdo jstas no modelo construido
pelo algoritmo de aprendizado. Os exemplos do obojwde teste ndo sé&o
utilizados diretamente na construcdo do modelo;usifivados para o0 seu ajuste.
Dessa forma, esses exemplos sdo perceptiveis deiremandireta durante o
processo de aprendizado, o que obriga aos exerdploglidacdo que sejam
distintos dos exemplos de teste.

e Indutor: é o algoritmo de aprendizado que faz wsa@m processo indutivo para
gerar a sua hipétese ou modelo. Essa hipétesdizadai para classificar uma

instancia ou exemplo.

* Classificador ou hipétese: dado um conjunto de @@sndo conjunto de
treinamento, um indutor, ou algoritmo de aprendizagera como saida um
classicador, ou hipotese, de forma que, dado uro pasiréo, ele possa identificar

sua classe com a maior precisao possivel (MONARD3R

2.2) Tipos de Aprendizado de Maquina quanto ao deasupervisao

Inteligéncia é um termo utilizado para descreverda®rsas capacidades da mente
humana. Tal capacidade possibilita que o homemapadquirir novos conhecimentos.
Segundo, (Dietterich, 1990), aprendizado € deficmmo:

“Aprendizado é o aumento de conhecimento”

Assumindo essa ideia, 0 aprendiz humano ja posgumaconhecimento previamente
adquirido e agregara o novo conhecimento aprendmlga existente. Na literatura,
portanto, encontramos outras definicbes que expliessa capacidade do ser humano em
aprender. Segundo (Mitchell, 1997; FACELLI et &011), define-se aprendizado de

maquina como:
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"A capacidade de melhorar o desempenho na realzdedalguma tarefa por meio de

experiéncia".

O aprendizado de maquina é, dentre outras coisasciado a area de inteligéncia
artificial. Entretanto, é valido destacar que oeagizado de maquina se sub-divide em
trés tipos de aprendizado. O aprendizado indutrepresentado pelos aprendizados
supervisionados e nao-supervisionados (MONARD, P00S diferenca entre o
aprendizado supervisionado e o nao-supervisionadgo férma como € realizado o
processo de generalizagcdo do conhecimento, ou sefprendizado supervisionado
trabalha com conjuntos de exemplos rotulados eoesnpervisionado com conjuntos de
exemplos ndo-rotulados. Uma nova categoria do d@&ho de maquina e ja adotada na
litaratura € o aprendizado semissupervisionadoa E&wa categoria de aprendizada
surgiu através da juncéo das técnicas de apremdsgzervisionados com as técnicas de
aprendizado nao-supervisionado (MATSUBARA; MONAREATISTA, 2005).

A segquir, a Figura 2.2 mostra a estrutura das osategem aprendizado de maquina

Aprendizado de Maquina

indutivo:

Figura 2.2 Estrutura das tarefas de Aprendizaddatgina, (SANTOS, 2012).
2.2.1) Aprendizado Supervisionado

Segundo (HAYKIN, 1999), o aprendizado supervisiamathmbém conhecido como
aprendizagem com professor, é o tipo de aprendimadgual se tem um conhecimento
sobre o ambiente, ou seja, podemos considerar fesgay como detentor desse
conhecimento prévio e com este conhecimento seglesentado por um conjunto de

exemplos de entrada-saida. Em outas palavras, endipado supervisionado requer
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algum tipo de supervisdo no processo onde possafeanado os exemplos tipicos de
cada classe, 0s quais, dentro de um processo idantento, € permitido identificar a
classe de novos objetos.

A Figura 2.3 ilustra em diagrama geral do proceksaprendizado supervisionado para
classificacéo, onde representa o conjunto de exemplos de treinamprrepresenta um
algoritmo de aprendizado aplicado a um conjunt@xkmplos de treinament® e, por
conseguinte, uma hipétebe gerada.

Entrada Algoritmo de

Sequenciade Aprendlz:agem
exemplos

P:: pl:-"':- [ *‘l j

Figura 2.3 Estrutura das tarefas de Aprendizaddatguina.

No aprendizado supervisionado, cada exemplo daiotmjde treinamento é associado,
ou rotulado, a uma classe de origem. O rétulo #do@ um exemplo, definido como
saida desejada, atributo-alvo ou dependente, @diolm junto aos demais atributos de
entrada, estes definidos como atributos indepeaderidesse maneira, na fase de
treinamento, ao apresentar um exemplo ao algoritenaprendizado, além dos atributos
gue caracterizam o exemplo, um atributo espeaiathéan € apresentado, representando a
classe a qual este exemplo pertence. Define-séanpoy esse atributo especial como
rétulo (SANTOS, 2012).

Na Tabela 2.1, apresenta-se o formato geral deamumo de exemplos com atributos
rotulados enN exemplosP comi =1,...,N, na forma {(Z, yl),...,(Z, y,)} para alguma

funcdo desconhecida dey= f(x). Os X sdo tipicamente vetores da forma
<>§1, X27---’>$n> com valores discretos ou continuos. Dessa manejr&fere-se ao valor

definido pelo atributg, chamadoX;, do exemploR. Os valores definidos poy,
referem-se ao valor do atributb, representadando a classe ou rétulo (SANTOS, 2012)

Baseando-se nessa ideia, o processo de treinagméinadizado e um novo exemplo nao-
rotulado é apresentado ao modelo. Tais algoritnumkendo, a partir das experiéncias

adquiridas anteriormente por meio do processo elaaimento, classificar uma classe
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para esse novo exemplo, ou seja, rotular esse éxetomo pertencente a uma das

classes possiveis, de acordo com o conjunto desdado

Xl XZ ><M YI
E | X [ X | - | X | Y
E2 X21 X22 X2M Y2
En XNl XN2 XNM Yn

Tabela 2.1  Conjunto de exemplos no formato atrivalor.

Na literatura, ha varios métodos de aprendizad@rsigionado propostos, dentre os
quais podemos destacak: vizinhos mais proximos k{NN, do inglés, k-Nearest
Neighbou) (COVER; HART, 1967), algoritmos de inducéo deoaevde decisdo (DT, do
inglés,Decision Treg (QUINLAN, 1993), maquina de vetores suporte (S\dd,inglés,
Support Vector Machings(VAPNIK, 1995, 1998; HAYKIN, 1998; CRISTIANINI,
SHAWE-TAYLOR, 2000), além de varios modelos de sedeurais artificiais, tais como
MLP (do inglés,Multilayer Perceptroh (HAYKIN, 1998) e RBF (do inglésRadial
Basis Functioh (HAYKIN, 1998), dentre outros.

2.2.2) Aprendizado Nao-Supervisionado

O Aprendizado n&o-supervisionado trabalha com cwogude exemplos onde o atributo
classe é desconhecido. Durante a fase de treinaptenimétodos recebem como entrada
exemplos sem a informacdo de saida, ou seja, né@nbece a principio a classe a qual
as instancias do conjunto de exemplos pertencemsimAsa ideia dos métodos de
aprendizado ndo-supervisionado € de aproximar ewsmyio-rotulados por meio da
identificacdo de padrdes, originandtusters distintos, auxiliando, dessa maneira, no
entendimento desses dados (COSTA, 1999).

O processo de agrupamento dos algoritmos de apesftdn&o-supervisionado pode ser
realizado através de duas abordagens: através aenaaida de distancia ou de alguma
medida de correlacdo. No agrupamento através demedala de distancia, os exemplos
tendem a se aproximar de outros mais préoximos.a@utredidas de distancia tambéem

podem ser utilizadas como, por exemplo, a distafaialidiana e a distancia de
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Mahalanobis (MAHALANOBIS, 1936). Por outro lado, regrupamento realizado
através da medida de correlagéo, destaca-se dacdoale Pearson (PEARSON, 1901)
como a medida de correlagdo mais conhecida. Algartiéessas medidas, seja de distancia
ou de correlacdo, o surgimento desses grupos saesionados através de uma

distribuicao linear apresentada entre cada exemplo.

Dessa forma, pode-se dizer que 0s exemplos pentieisca um mesmo grupo podem
apresentar um alto grau de semelhanca entre siudocgm exemplos em grupos
diferentes. Como exemplo de métodos de aprendizd@aesupervisionado pode ser
citado, dentre outros: redes neurais do tipo Mapt-®rganizaveis (SOM, do inglés,
Self-Organizing Maps (KOHONEN, 1982),k-Médias (do inglésk-Mean$ (JAIN;
DUBES, 1988) e Agrupamento Hierarquico (SANGER,9)98

2.2.3) Aprendizado Semissupervisionado

A construcdo de um modelo de classificagcdo por rdeialgoritmos de aprendizado
supervisionado muitas vezes somente € possivekata existéncia de uma quantidade
expressiva de exemplos rotulados, ou seja, ingtdmim conjunto de dados onde a classe

€ conhecida.

Todavia, algumas técnicas de atribuicdo de rétalesexemplos podem ser tarefas
custosas e requerem auxilios de um especialistea Exnica € conhecida como
atribuicdo de rotulos manual. A atribuicdo de mdulmanual, além de outras
caracteristicas, depende da disponibilidade e cimeato prévio do dominio por um

especialista para executar manualmente os exemiplwsinamento.

Devido as limitagBes apresentadas pelo aprendaglervisionado, varios pesquisadores
buscam alternativas para rotular os exemplos deatreento durante o processo de
aprendizado, quando a disponibilidade dos numeeoexeémplos rotulados € pequena.
Esse modelo estudado por pesquisadores recebe oe nden “aprendizado
semissupervisionado”. A ideia principal das técaida aprendizado de maquina dessa
abordagem é combinar, dentro de um conjunto de gsmos poucos exemplos

rotulados e os néo- rotulados durante o processpradizado (METZ, 2011).
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Conforme mencionado, situacdes onde existam exsnquiws rétulos das classes sao
conhecidos previamente, € possivel, portanto, usartécnica de aprendizado
supervisionado para induzir classificadores a pddasses exemplos. Em contrapartida,
por ndo se conhecer previamente o0s rotulos daseslados exemplos, utiliza-se o
aprendizado ndo-supervisionado com o objetivo @ergrar osclusters Entretanto, ha
situacbes em que o conjunto de exemplos possuiquaatidade pequena de exemplos
rotulados, enquanto a quantidade de exemplos nélados é alta; nessa circunstancia,

pode-se utilizar o aprendizado semissupervisionado.

Uma das ideias principais do aprendizado semisgigg@rado € a preocupacao em
rotular mais exemplos e, dessa maneira, incremessa exemplos rotulados ao conjunto
de dados de treinamento. Assim, esse conjunto desdde treinamento incrementado
sera apresentado a um algoritmo de aprendizadovssipeado para que este, por sua
vez, possa induzir classificadores mais precis@ntf® as vantagens na aplicacdo da
técnica de aprendizado semissupervisionado, destaca potencial em reduzir a
necessidade de um grande percentual de dadosdadukem circunstancias onde apenas

um pequeno grupo de exemplos rotulados estejardisgddSANTOS, 2012).

Alguns exemplos das técnicas de aprendizado sepeisgsionado utilizadas saoSelf-
Training (ROSENBERG; HEBERT; SCHNEIDERMAN, 2005) e Go-Training
(BLUM; MITCHELL, 1998). A ideia do Self-Training é, primeiramente, criar um
classificador a partir de uma pequena quantidadexdenplos rotulados. Apds isso, o
classificador é usado para classificar os exempmsrotulados do conjunto de dados.
Dessa maneira, os exemplos ndo-rotulados, bem ogmétulos preditos anteriormente
pelo classificador, serdo incluidos no conjuntotréghamento. Cada classificador usa
suas proprias predicbes para se auto-orientar.fiRgrao término do processo, 0
classificador sera treinado outra vez repetindm todorocesso. Por outro lado,Gm-
Training (BLUM; MITCHELL, 1998) €é uma abordagem do apreiadia
semissupervisionado baseada na ideia da multigéscriou seja, os exemplos de
treinamento séo descritos por dois ou mais conguiéoatributos disjuntos. Na Figura 2.4

€ apresentada a estrutura procedural da abordagkraining
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Figura 2.4  Abordagem deelf-Training (SANTOS, 2012).

No Co-Training dois classificadores sao criados inicialmentdaadassificador usa uma
descricao diferente dos exemplos rotulados. Emidgagé usado para cada classificador,
0 mesmo algoritmo de aprendizado supervisionada pauzir as duas hipoteses. Sera
gerado, portanto, um classificador a partir dosmossexemplos, mas cada classificador
é induzido através de diferentes descrigbes. Por ds exemplos ndo-rotulados seréo
apresentados aos dois classificadores que, poreyderdo suas saidas combinadas. Os
exemplos com maior grau de confianca de class#iwagrao incluidos ao conjunto de
exemplos rotulados e, a partir de entdo, dois nowngintos classificadores séo criados e
todo o processo se repetira (SANTOS, 2012).

2.3) Métodos de Adaptacgdo de algoritimo

Para este trabalho, serdo aplicados métodos déaadapcujos resultados gerados sdo de
uma extensdo de um determinado algoritmo de apa&ahali unirrétulo, possibilitando
assim a manipulacdo de dados multirrétulo diretdendva literatura, ha uma variedade
de trabalhos que tratam da adaptacdo das maisdaarigcnicas de aprendizado de
maquina, como por exemplo: Algoritmos baseadosaea do aprendizado estatistico,
as maquinas de vetores de suporte e o algoritimowvilinhos mais proximos (ZHANG;
ZHOU, 2007).
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2.3.1) KNN

O k-NN (k-Nearest-Neighbgr ou o algoritmo dok vizinhos mais proximos, € uma
técnica de aprendizado de maquina baseado emdiatahok-NN, as bases de dados
sdo fornecidas como entrada durante a etapa dwrrento e, também, usadas para
avaliar a distancia de cada instancia para a iost@jue esta sendo classificada. Utiliza-
se, portanto, uma medida de distancia entre aniciss do conjunto de instancias como
parametro do algoritmo. Uma instancia desconheziclassificada através da analise das
distancias da instancia desconhecida para as densakecionadas asinstancias mais
proximas dela, sendk um parametro do algoritmo. A classe da instancaefinida
através do processo de voto majoritario, onde gvattaé o rétulo dak instancias mais
proximas (WITTEN; FRANK, 2005).

Na Figura 2.5, por exemplo, deve ser consideradgorohlema no qual é tratado um
conjunto de dados onde sera classificado um objatto pertencente a classe "doente”
ou classe "saudavel". Pdta 3, 0 objeto de teste sera caracterizado conterpmmte a
classe "doente", enquantdka= 5 o0 objeto de teste sera classificado como pegtde a

classe "saudavel".

A Classe

‘ ‘ saudavel
J-NN s
& O/ ‘ ™ - Classe
. \ el ¥ O doente
~ ! / O E 4
']
: \q i |
: o 1.0, i

Exame 1 ’

Figura 2.5 Impacto do valor de k no algoritkablN, (CERRI, 2010 — adaptado).

Em (LUO; ZINCIR-HEYWOOD, 2005), séo apresentadoss distemas de classificacao
de documentos multirrétulo, baseado no algoritmaglendizadd-NN. A contribuicdo
principal deste trabalho € no estagio de pré-psagesnto para a efetiva representacao

dos documentos. No momento da classificacdo de mova instancia, o sistema
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inicializa a busca por exemplos mais proximos. &ud, a cada manifestacdo de um
rétulo em cada um destes exemplos, um contadoesmmndente a este rotulo é
incrementado (TSOUMAKAS; KATAKIS, 2007).

Como mencionado anteriormente sobre a aplicacao no@ét®dos de adaptacdo de
algoritmos, ok-NN foi adaptado a técnicas de classificacdo mmattito possibilitando,

assim, a manipulagédo de dados multirrétulo diretdaene

2.3.2) SVM

Baseadas na teoria do aprendizado estatisticoaqsimas de vetores de suposgegport
vector machings ou SVMs, vém se destacando na comunidade dendipaelo de
maquina nos ultimos anos. Os resultados obtidaségrdessa técnica sdo comparaveis e
muitas vezes superiores aos resultados conquispatosutros algoritmos populares de

aprendizado, por exemplo, os resultados obtidoaramRede Neural.

Os algoritmos de aprendizado de maquina basead&/&mpodem ser definidos em um
hiperplano no espaco de exemplos que tenta separagxemplos que estdo em
treinamento das classes positivas e negativas. digso, o hiperplano deve estar o mais
distante possivel do conjunto de exemplo de treégmao) criando o que se chama de
“margem maxima ver Figura 2.6. Essa técnica foi nominada desaaeira por causa
dos exemplos mais proximos do hiperplano, chamadedosetores de suportsupport
vectory. A minimizacdo de erros de classificagdo dos e¢iesp bem como a
maximizagdo da margem sao argumentos que limitaneras do classificador em

exemplos ndo detectados na fase de treinamentoGRR2010).

® ®
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Exemplo linearmente separavel
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Figura 2.6 Comparacao entre um classificador dgemdmaxima e pequena (BRAGA,
2010).

Em (ELISSEEFF; WESTON, 2001), € proposta uma vadaip SVM para manipular
dados multirrotulo. Neste algoritmo, busca-se minamo numero de vezes que rotulos

irrelevantes estédo posicionados acima dos rételesantes noanking

2.4) Classificacado dos Dados

Em um processo de classificacdo de dados, a partimm conjunto de dados brutos, é
necessario que as informacdes sejam extraidagatdavcategorizacdo, ou seja, através
da atribuicdo de caracteristicas chamada de rotAlgmartir dessa extracao é possivel
classificar ou rotular os dados de tal maneiraegses rétulos confiram informacdes aos
dados categorizados pelo mesmo rétulo (COSTA, 2008)

Nos ultimos anos, o interesse em estudos voltados gassificacdo de dados vem
aumentando consideravelmente e ampliando, tambésgujsa através do aprendizado
de maquina. Véarias dessas pesquisas proporciomarans conhecimentos sobre 0os mais
diversos tipos de classificagdo em aprendizado &lguima, tais como em (CANUTO et
al., 2009; ALMEIDA; LUDERMIR, 2010; LORENA; CARVALKD, 2010; OLIVEIRA,
CANUTO; SOUTO, 2007; SANTANA; CANUTO; ABREU, 2006).

Os problemas de classificagcdo de dados séo sulmtorgos problemas de aprendizado
supervisionado. Dessa maneira, a fase de clagsificacorrerd& por meio de um
algoritmo de aprendizado, na qual seu objetivo gerar um classificador a partir de

dados de entrada rotulados.
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Tabela 3.1  Conjunto de dados para avaliar as coesligdo jogo de ténis.
Exemplo Tempo Temperatura Umidade Vento Jogar Ténis
Ex1 ensolarado guente alta fraco nao
Ex2 ensolarado quente alta forte nao
Ex3 nublado quente alta fraco sim
Ex4 chuvoso regular alta fraco sim
Ex5 chuvoso fria normal fraco sim
Ex6 chuvoso fria normal forte nao
Ex7 nublado fria normal fraco sim
Ex8 ensolarado fria normal fraco sim
Ex9 ensolarado fria normal fraco sim
Ex10 chuvoso regular normal forte sim
Ex11 ensolarado regular normal forte sim
Ex12 nublado regular alta forte sim
Ex13 nublado guente normal fraco sim
Ex14 chuvoso regular alta forte nao

Com base nos exemplos da Tabela 3.1, para a foontlgcdm classificador, € necessario
gue um conjunto de exemplos da base de dadososajado. Esse conjunto de exemplos
rotulados também € conhecido como conjunto de ameémto. Cada exemplo desse
conjunto de dados € caracterizado por atributose€stributos de entrada estdo
associados a uma das propriedades de cada exemm desses atributos
classificadores, também ¢é fornecido o rotulo deacademplo. A Tabela 3.1 é
representada por um conjunto de dados que avatigmossiveis condigdes para um atleta
jogar ténis em um determinado dia. Ou seja, cadea Irepresenta um desses exemplos
do conjunto de dados e as colunas representanoodas variaveis de cada atributo. O
altimo atributo, denominado atributo-alvo, definik@ual rotulo esse exemplo pertencera,

ou seja, se aquele dia, com tais condicdes, tesitplidade de jogo.

A construcdo de um classificador é tida juntamesdsn o inicio da fase de pre-

processamento dos dados. Esta fase tem o intuttamsformar os dados brutos, na qual
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sao pertencentes ao dominio sobre o qual seradpliz algoritmo de classificacdo, em
dados classificados adequadamente, possibilitandesua utilizacdo na fase de

treinamento. Concluida a fase de pré-processaménitticiada a fase de treinamento

desses dados. Cada exentplorepresentado por um p(ai, Y, ) talquei=1, 2,...Néo

nuamero de exemplos de treinamemtog vetor de atributos que descrevem cada exemplo

e Yy, é o valor do atributo-alv, também conhecido como rétulo ou classe. O olgetiv

final da etapa de treinamento € rotular cada ex@mpplta sua respectiva classe. Tal
procedimento é dado através de uma funcdo de mapéanma qual € encontrada por
meio de ajustes dos parametros livres do modela, papear cada exemplo para seu
rotulo correspondente (SANTOS, 2012).

Por fim, obtém-se um classificador, apés a faseail@amento, que seja capaz de realizar
0 processo de predicdo da classe aos quais noeospds de entrada pertencerédo; tal

predicdo é dada pela generalizagdo dos exemplosnjionto de treinamento.

Especialista _
Conhecimento Conhecimento
do Dominio do Dominio
Variaveis Variavel
independentes Dependente
(Atributos) (Classe)
Exempla Tempn Tamparatura Imidade Ventn Jagar Téms
Il enszolarado quente alta fraco nio
Ex2 ensolarado quente alta forte nio
Ex3 nublado qusnte alta fraco sim
Ecd chuvoso regular alta fraco sim v

Sf‘)p;:':tij:ﬁ]io Zm chuvioso fr%a normal fraco Si_m —_—
i) chuvoso fria normal forte nio de Maquina

A Ex7 nublado fria normal fraco sim
E:8 enzolarado fria normal fraco sim
Ex9 ensolarado fria normal fraco sim Classificador
ExI0 chuvoso regular normal forte sim
ExI] ensolarado regular nommal forte sim

Conjunto de Exemplos

4
o

Figura 3.1 Processo de Classificagcédo, (CERRI, 204@aptado).

Segundo mostra a Figura 3.1, na fase de classificaxs dados sdo organizados em um
conjuntos de exemplos na qual sdo pertencentesraimith do problema. Seréo aplicados

sobre dados um algoritmo de classificagao, paraguados possam ser preparados para
serem representados de forma adequada para o gaow®0. Os dados sao organizados
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e representados por seus atributos, sejam atribtddo®ntrada para representar as
caracteristicas de cada exemplo (variaveis indegdas) e induzir o classificador, ou
pelos atributos de saida para representar as €lasme sdo associadas aos exemplos
(variavel dependente).

Este capitulo é organizado da seguinte forma: &8¢l apresenta a classificacdo de
dados multirrétulo e os principais algoritmos swmonados. Na Secdo 3.2, €
apresentada uma recente area de classificacdodds, d&sultante da combinacdo da

classificacdo multirrotulo com o aprendizado seapssvisionado.
2.5) Classificagdo de dados multirrtulos

O aprendizado supervisionado destaca-se por coasigee os exemplos (instancias) de
um conjunto de treinamento estejam associados a umta classe (rétulo) de um
conjunto de classed onde Y| > 1. Essa tarefa de classificacdo é chamadaidétuio

(do inglés, single-label classification Mesmo sabendo da grande utilidade da
classificacdo unirrétulo, hoje existem diferentesnéhios de aplicacdo nos quais 0s
exemplos estdo associados a um conjunto de classed queL Y, ou seja, cada
instancia podera estar associada a mais de uno gitalltaneamente. Da-se 0 nome para
essa tarefa de classificacdo multirrétulo (do isglénulti-label classificatioh
(TSOUMAKAS; KATAKIS; VLAHAVAS, 2008). Alguns dos eamplos tipicos de
objetos que podem ser classificados a varias cdassriltaneamente sdo, por exemplo,
diagndstico médico, artigos em jornais, e filmes #Hmes, por exemplo, estes podem

ser rotulados a partid das categorias que um exempptie estar associado.

Formalizando, seja= /;:j = 1,...,M um conjunto finito de rotulos em um aprendizado

multirrétulo e D = {(Z,Li),izl,...,N} 0 conjunto de instancias de treinamento

multirrétulo, ondex & o vetor de caracteristicas de cada instantjagY o conjunto de

classes da-ésima instancia (TSOUMAKAS; KATAKIS; VLAHAVAS, 209).
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Para exemplificar, vejamos o exemplo da Tabela $4. apresentados cinco exemplos
de filmes que estdo associados a mais de uma siasskaneamente. E apresentado para
cada filme de um a quatro tipos de rétulos.

EXEMPLOS CLASSES
CLASSE CATEGORIA

Exl C= {2, 4}

¥l TERROR
Ex2 C=l} -

¥2 COMEDLA
Ex3 C={l,y2}

¥3 ROMANCE
Exd4 C={2.y3,y4} =

¥ ACAD
Ex§ C={vl,¥3}

Tabela 3.2  Exemplos de um conjunto de dados nitltios.

Grande parte das pesquisas sobre classificacaadies @ voltada para a classificacédo de
dados unirrétulos. Entretanto, nos ultimos anosivBoum crescimento por parte dos
pesquisadores pela &area de classificacdo de daddtgrdtulos. Tal motivacdo é
perceptivel diante das diversas pesquisas sobeetipssde classificacdo, por exemplo
trabalhos na area de diagnosticos médicos, ondenpee podem sofrer de mais de um
tipo de doenca ao mesmo tempo (TSOUMAKAS; KATAKEROQ7); categorizacédo de
musicas através de emocbes (LI; OGIHARA, 2003, 2008EC-ZORKOWSKA,
SYNAK; RA, 2006; TROHIDIS et al., 2008); classifg@ de imagens (BOUTELL et
al., 2004); funcdo genémica (BLOCKEEL et al., 20BRUTCUOGLU; SCHAPIRE;
TROYANSKAYA, 2006; ELISSEEFF; WESTON, 2001; CLARKING, 2001); além
de trabalhos nas areas de Bioinformatica (CLAREy®&12001; ZHANG; ZHOU, 2005;
ELISSEEFF; WESTON, 2001).

A Figura 3.2 apresenta uma comparacdo entre umlepnab de classificacdo
convencional, onde os exemplos podem ser associadmsenas uma classe, e um
problema de classificacdo multirrotulo, onde osngXes podem pertencer a uma ou
mais classes. A Figura 3.2 (a) ilustra um problateaclassificacdo cujo documento
pertence ou a class®iabete$ ou a classeCancef’; nunca em ambas as classes. J& na
Figura 3.2 (b) é ilustrado um exemplo de classjficamultirrotulo, ou seja, exemplos
pertencentes simultaneamente as clasdaisbéteS e "Céancef. Esses exemplos

multirrétulos sdo classificadas na clasB&Can'.
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Figura 3.2 (a) Tipico problema de classificacap Pfimblema de classificacédo
multirrotulo, (CERRI, 2010 — adaptado).

Na literatura, algumas técnicas tratam problemagldssificacdo multirotulo, outras
tratam problemas, como classificacao unirrotulogog@mplo, que podem ser combinadas
com problemas de classificacdo multirrétulo. Alémsd, outros algoritmos também
podem surgir para atuar em problemas de classiicagultirrotulo (CERRI, 2010). Em
contrapartida, existem técnicas resultantes dafioagfio de algoritmos de classificacédo
unirrétulo, de maneira que, através da adaptacé&ede mecanismos internos, torna-se

possivel a sua utilizacdo em problemas de claagd multirrotulo.

2.5.1) Métodos de transformacgéo do Problema.

A ideia dos meétodos de transformacdo do problemdeéompor um problema
multirrotulo existente em um ou mais problemas ratutos. Esses métodos utilizam
algoritmos de classificacdo unirrétulo para resadugle cada problema de maneira
distinta. E importante considerar a independéneieatdia método sobre o algoritmo base.
Assim, ha a possibilidade de qualquer algoritmo ageendizado unirrotulo poder

construir individualmente os classificadores.

Existem na literatura diversos métodos capazesadsformar problemas de classificagéo
multirrotulos em problemas de classificacdo unil@tdentre eles os métodoBitiary
Relevancé “Label Powerset” e “RAKEL” (do inglés, RAndom Kk-LabELséts
(TSOUMAKAS; KATAKIS; VLAHAVAS, 2010).
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2.5.1.1) BINARY RELEVANCE

Em problemas multirrétulo, o método BR (BR, do éggBinary Relevandeé um dos
métodos de transformac&o mais popular (TSOUMAKASTKKIS, 2007). E com o BR
que é tida a visdo de dividir os problemas lemproblemas de classificacdo unirrotulo
binario, sendo um para cada rétulo contido lenbDessa maneira, 0 métodos considera

que, de maneira independente, cada rotulo temred&fo.

O conjunto de exemplos unirr6tulos gerados a pdatidivisdo do problema multirrotulo
em L problemas de classificacdo binaria seréo replgaglseus atuais rétulos serdo

modificados. Cada exemplo do conjunto replicado goetém o unirrétuloy, sera

identificado como positivo; para os exemplos que ci@tém esse unirrotulo, estes seréo
classificados como negativos. A partir desses ifileesdores unirrotulos, uma nova
instancia tem sua predicdo multirrétulo formadaapehido dos rotulos associados

preditos positivamente pelos classificadores biasaner Figuras 3.3 e 3.4.
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Figura 3.3 Criacao do classificador multirrétuloBR, (SANTOS, 2012 — adaptado).
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Figura 3.4 Predicéo do classificador multirrotulR,EBSANTOS, 2012 — adaptado).

Uma das deficiéncias do métodinary Relevanceé por ndo serem consideradas
correlacdes entre instancias (rotulos) duranterstoacdo do modelo de classificacao
multirrétulo, proporcionando, de certa maneira, peeda nas informacoes relevantes a
tarefa de classificacdo. Além disso, esse métodpiga um modelo de classificacdo

com pouca generalizacdo e legibilidade. Isso se desonstrugdo de um Unico modelo
para cada rotulo correlacionado a um exemplo de (8ANTOS, 2012).

2.5.1.2) LABEL POWERSET

O método LP (do inglésabel Powersétprocura transformar um problema multirrétulo

em distintos subconjuntos do problema. Para talo,feé criado, através dessa

transformacdo, um conjunto unirrétulo multiclasses, qual os subconjuntos, ou

conjuntos unicos de rétulos, estdo presentes npironde treinamento e representados
por valores unitarios do atributo classe, a pdds quais um classificador multiclasse é
construido (METZ, 2011).
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O exemplo apresentado pela Tabela 3.3 ilustra unmjucto multirrétulo, no qual é

composto por quatro exemplose { Vi Yoo y3} como conjunto de unirrétulos.

Exemplo ¥;
E; Y1 = {y1.92, y3}
E> Yo = {y1,93}
Es Yy = {y}
Ey Yy = {y2. 93}

Tabela 3.3  Conjunto de exemplos multirrétulos.

No métoda_abel Powersetos exemplos multirrétulos séo transformados ewosidipos

de dados, agora unirrétulos. Essa transformacaoeopor meio da concatenacdo dos
multiplos rétulos para a criagdo de um novo uniladt Essa transformacdo pode ser
realizada através da criacdo de um indice Unica pada agrupamento de dados

multirrétulos no conjunto de treinamento. Por exkemp dado multirrétulo{ Yo y3}

poderia estar associado a um indice apresentaddgied “A”. A partir de entdo, cada
vez que 0O unirrdtulo “A” fosse utilizado, automaticente seriam recuperados o0s
multiplos rétulos originais. Por fim, os exemplosultimrotulos transformados séo
apresentados a um algoritmo de aprendizado paranstracdo de um classificador
unirrétulo multiclasse (METZ, 2011).

[ Dados Originais
{Ext, (¥, y2.y3}) " {FE”__-AJ B ) indutor
(Ex2 {y1.33)) | | Transformacéo (exzay3) | Entrada
(Ex3, {y1}) LP (Exza

{Exd, {y2 y3}) [ Ext:B |

Dados Transformados

58
i

1!
i
Tl

Classificador

Figura 3.5 Construcéo do classificador multirrétuRy (SANTOS, 2012 — adaptado).

Ao contrario do método de classifica@@imary RelevancéBR), oLabel Powersetem a

vantagem de considerar as correlacdes entre degpuer Figura 3.5. Entretanto, pode
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haver um crescimento desproporcional do numer@tdos de uma classe caso haja um
grande numero de subconjuntos de rétulos, resutatessa maneira, em muitas classes
com poucos exemplos associados. Isso porventurgiooeaa em um alto custo
computacional do métodabel Powerseé a diminuicdo da acuracia dos classificadores.
Por outro lado, o método de classificacdo LP aptasse por ser um método simples,
menos comum, mas bastante utiliz&88ANTOS, 2012; TSOUMAKAS et al., 2008).

2.5.1.3) RAKEL eRAKELd

O método de classificacdo REBL (do inglés,RAndom k-LabELsét® construido por
meio de comités de classificadores LP. Um dos sbjetivos é minimizar os problemas
oriundos do LP, pois mesmo considerando a correlegée os rétulos, busca-se coibir 0
problema da suscetibilidade ao surgimento de muitasses com uma quantidade
minima de exemplos. Foi proposta uma abordagenT&8@WYMAKAS et al., 2010) onde
um parametro definid& especifica 0 tamanho do subconjunto de rétulosdgwem ser
considerados.

No RAKEL, cada classificador do comité de classificaddrese treinado usando um
pequeno subconjunto aleatério thbelsets Portanto, é possivel afirmar que nesse
método, os classificadores unirrotulos, mesmo denando o correlacionamento dos
rétulos, sdo aplicados em subtarefas cujo numerotdms e exemplos por rotulos sejam
adequados. (NASIERDING et al., 2009; TSOUMAKAS let 2009).

A Figura 3.6 a seguir apresenta o resultado daawido classificador através do KA.
Além disso, Tabela 3.4 expde o resultado da tramsfgdo do conjunto de dados

originais usando o método REL.
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Figura 3.6 Construcéo do classificador multirrotelakEL, (SANTOS — adaptado).

Exemplo ¥; Metarrotulo
Eq Yi =4%,9508)F = M]
E» Yo = {y1,ys} = M2
E3 Vs = {n} = M3
Ey Yy = {y2,u3} = M4

Tabela 3.4  Conjunto de dados transformados usaAd&R

Enquanto noRandom k-Labelset® permitida a sobreposicdo ddabelsets em
(TSOUMAKAS et al., 2010), uma extensao do KEA, chamada RRELd (do inglés,
RAndom K-LabELsets disjo)ntconsidera que okabelsetsde cada classificador do
comité sejam disjuntos. Na Figura 3.7, tem-se eesgmtacao da criacao do classificador
usando o RRELd. Também percebe-se que estudos foram realizpdies entender
melhor o comportamento dos dois métodos de cleaglib. A partir dos experimentos,
foi percebido que as duas abordagens conseguimmnteaumento significativo do
desempenho comparado ao método do LP, principatntprando se tinha um dominio
do problema com grande numero de dados rotuladadeid de sobrepor dabelsets

atingiu um melhor desempenho comparado a ideiaaseemnodabelsetsdisjuntos.
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(Ex2: A, y3 | o —— * i v
| Eea | Classificador 2
Exs:8 | | Metarrotulo i T T

ExE': A, yﬁ 1

Dados Transformados sl e

Figura 3.7 Construcéo do classificador multirrotelekELd, (SANTOS — adaptado).

2.6) Classificacdo de dados multirrotulo semisstpemnado

Em (SANTOS, 2012) foi proposta a construcao desiflaadores multirrotulos através
da aplicacdo de técnicas de aprendizado semisssipaado em métodos de
classificagdo existentes. A ideia desse estud@wahar a capacidade de aproximacao
dos resultados obtidos pelos métodos construidopa@dos aos resultados oriundos do

aprendizado supervisionado.

Um questionamento apresentado por (SANTOS, 2012ptqua utilizagdo das técnicas
de aprendizado semissupervisionado foi o primeiagsp para compreender como
controlar o processo de atribuicAo automatica dala%) de tal maneira que essa
atribuicdo assegurasse que 0s rotulos atribuidos determinado exemplo contribuiriam
de maneira positiva para o processo de aprendiZageando-se nesse contexto, 0s
algoritmos de classificacdo multirrotulos semissuig®onados propostos permitiam a
utilizacdo de um paréametro para controlar essabud¢do automatica de rotulos

denominado fator de confidéncia.

A ideia de usar o fator de confidéncia no procetsatribuicdo de rotulos era para que,
em cada exemplo ndo-rotulado, apenas os rotulogpesentassem um valor de saida
maior ou igual ao fator de confidéncia, seria aa¢libuido rétulos. Além do uso do fator
de confidéncia, em (SANTOS, 2012), ha a citacdo qoe o aprendizado
semissupervisionado € iterativo e incremental, g, s exemplos nao-rotulados sao
rotulados e, por conseguinte, adicionados ao ctmjde treinamento aos poucos apos

cada iteragdo. Para esse processo, foi necess@so de parametros que definissem a
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quantidade de exemplos (instancias) nao-rotuladss spriam adicionados a cada

iteracao.

Abaixo os métodos de classificagdo multirrétulo issopervisionada em (SANTOS,
2012).

0 SSBR (do ingléssemi-Supervised BinaRelevance);

0 SSLP (do ingléssemi-Supervised Label Powejset

0 SSRAEL (do inglésSemi-Supervised Random k-Labelsets

0 SSRAELd (do inglésSemi-Supervised Random k disjoint Labe)sets
2.6.1) SSBR

O método SSBR (do inglé§emi-Supervised Binary Relevan@& uma extensdo do
algoritmo supervisionado BR. O SSBR é um métodoissrmervisionado na qual,
durante a fase de treinamento, o SSBR busca inotam& quantidade de exemplos do
conjunto de dados de treinamento. A partir desseaito, fica definido, portanto, as
ideias adotadas pelos métodos BR e SSBR, hajaqustano processo usado durante a

fase de treinamento, cada método tem uma aplicat@ldiferente (SANTOS, 2012).

Considerando, para os algoritmos de aprendizaddassepervisionado apresentados

nesse trabalho, um cenario onde conjunto de exeng®otreinamento é definido por
D={D CD,}, onde o conjunto de exemplos rotulados € repradentpor

D ={E,...E}; D,={E,....Ex} apresenta-se como 0 conjunto de dados néo-
rotulados ondel ={4,...,4,,} representa o conjunto de rétuldérepresenta o nimero

de exemplos rotulado¥ € o numero de exemplos néo-rotuladoM eepresenta o
namero de rétulos possiveis (SANTOS, 2012).

Seguindo a mesma logica do método BR, o SSBR @duccom a transformacédo dos
exemplos. Nessa etapa, os exemplos do conjunto atmsdrotulados D, séo

transformados erM subconjuntos de dados, sendo um para cada rautmmjuntoL.
(SANTOS, 2012).
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Terminada a fase de transformacdo dos dados, €imiatna fase de treinamento desse
conjunto de dadod),. No SSBR, a quantidade de iteracBes a ser realizpdr esse

meétodo dependera da proporcdo de exemplos naadosilconstantes no conjunto de
dados disponivel para serem rotulados em cadgdieraermitindo, dessa maneira, que a
fase de treinamento do SSBR seja realizado em wnmaais iteragdes. Diferentemente
de como € o processo da fase de treinamento do S8BRgoritmo do BR a fase de
treinamento é realizada em uma Unica iteracdo, p@t-se de um processo

supervisionado.

No algoritmo SSBR, as iteracfes em sua fase deatrginto sédo divididas em duas sub-
etapas: na primeira delas, um classificador mattito é gerado através do conjunto de
exemplos rotulados e, na segunda etapa, os exempla®njunto de exemplos néo-
rotulados serdo rotulados através do classificagvado, incrementando, assim, o
namero de exemplos do conjunto de exemplos rotsladara melhor definir a
quantidade de exemplos a ser rotulado € necegsam@mnetrizar a proporcéo ideal de
exemplos nao-rotulados que serdo rotulados a dadacdo, pois quanto maior a
proporcao desses exemplos ndo-rotulados, menoogaiénero de iteracdes (SANTOS,
2012).

A sequéncia abaixo explica como funciona o algaricho SSBR em cada iteracdo na

fase treinamento:

Algoritmo 1 Fluxo basico do SSBR na fase de treinamento em &8\ 2012).
1: DadosD,,D,_,...,D e D,
2: enquanto D, # L faca

3: Selecionar aleatoriamenteexemplos deD,e mové-los para o conjunﬂb%mp, tal
quel< p<|D)|
: Criar uma copia do conjunﬂbutemppara cada rétulal; UL, chamadaDuj
Descartar o conjuntﬁ)%mp
para CadaA, UL faca

Treinar o classificaddZ, utilizando o conjunto de exempldﬁqi

para Cada exempldg, [ Duj , tal quel<t < ‘Duj ‘faga

© 0 N o g kA

Apresentart ao classificadolC,
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10: Utilizar a saida do classificadGr para rotulark, (1, casog 04,0,
caso contrario)

11: fim para

12: Mover osp exemplos recém-rotulados do conjurﬂgemppara o conjuntd),
13: fim para

14: fim enquanto

Mesmo com a proposicéo do algoritmo SSBR, estuealizados em (SANTOS, 2012)
levantaram questionamentos sobre a capacidademileudtdo do processo de atribuigao
automatica de rétulos em deteriorar 0 processopdendizado, ao invés de melhorar.
Embasado por essa discusséo, foi proposto umaséxtgrara o algoritmo do SSBR,
chamada SSBRc (do inglé&Semis-Supervised Binary Relevance with Confidefsse
método faz uso de um fator de confidéndanf onde O<conf<1 que é capaz de
controlar o processo de atribuicdo automatica tda®) tomando como base o valor de

saida do classificador gerado.

A segquir, é apresentado a logica do algoritmo dBFRES

Algoritmo 2 Fluxo basico do SSBRc na fase de treinamento e\I{®S, 2012).

1: DadosD,,D_,...,D e D,
2: enquanto D, # L faca
3: Selecionar aleatoriamenteexemplos deD,e mové-los para o conjunﬂb%mp, tal
quel< p<|D,
: Criar uma copia do conjunﬂbutemppara cada rétulal, UL, chamadaDuj

Descartar o conjuntd,
emp

Treinar o classificaddZ, utilizando o conjunto de exempldﬁqi

4
5
6: para CadaA, UL faca
7
8 para Cada exempldg, [ Duj , tal quel<t < ‘Duj ‘faga
9

ApresentarE ao classificadolC,

10: se Saida do classificad®y = conf entdo

11: Atribuir rétulo 1;

12: senao

13: Atribuir rétulo 0;

14: fim se

15: fim para

16: Mover osp exemplos recém-rotulados do conjurﬂgemppara o conjuntd),

17:  fim para
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18: fim enquanto

Nos métodos SSBR e SSBRc, terminada a fase darreirto, € iniciada a fase de teste.
Nessa nova fase, todos os classificadores inteémesli gerados durante a fase de
treinamento sdo descartados por esses metodogdmeonas informacgdes contidas neles.

Considera-se, portanto, apenas o ultimo classificed gerado para cada rotuly .

2.6.2) SSLP

O método SSLP (do ingléssemi-Supervised Label Powelsé& uma extensdo do
algoritmo supervisionado LP. O métodos semissupienado SSLP considerando as

combinacgbes entre os roétulos, criando, assim, utarndéulo q para cada combinacao,

visto quel< g<|L|. Dessa maneira, no método SSLP, a transformaggiexdanplos do
conjunto de dados rotuladod, resulta na geracdo do conjunto de dadps. Em

seguida, cria-se uma copia do conjuto de dadosatétados D,, nominado porD,

(SANTOS, 2012).

Haja vista a atribuicao de rétulos para todos @smgtos do conjunto de dadds, , o

classificador gerad@ é descartado utilizando o conjunto de dados rtslaemporario

D, , onde € composto por todos os exemplos do conjontbem como os exemplos do

conjunto D, e seus respectivos rotulos.

A sequéncia abaixo explica como funciona o alguritlo SSLP na fase treinamento:

Algoritmo 3 Fluxo basico do SSLP na fase de treinamento em T&8\ 2012).

1: DadosD, e D,

2: enquanto D, #0 faca

3: Selecionar aleatoriamenteexemplos deD, , tal quel< p< ‘Duu‘ , movendo-0s
para um conjuntd)utemp

4. Treinar o classificado€, utilizando o conjunto de dadds;.

5: para Cada exemplg, [ Du‘em,,’ tal quel<t< ‘Dutemp‘ faca

6: Apresentark, ao classificadoC
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7: Utilizar a saida do classificad@ para atribuir um dos metarrétulgs
8: fim para
9: Mover os exemplos do conjumemp, juntamente com os metarrétulos

resultantes, para o conjuni
10: fim enquanto

Assim como no método SSBR, em (SANTOS, 2012), taml& proposta uma variacéo

através do uso de um fator de confidéreoaf tal que O< conf <1. Essa variagao foi

chamada de SSLPc (do ingl&emi-Supervised Label Powerset with Confidgramsm a

objetivo de diminuir a insercdo de ruidos durantetapa de atribuicdo de rotulos aos

exemplos do conjunto ndo-rotuladbs.

A seguir, € apresentado o procedimento utilizadfasa de treinamento do SSLPc:

Algoritmo 4 Fluxo basico do SSLPc na fase de treinamento eM{®S, 2012).
1: DadosD, e D,

2: enquanto D, #0 faca

3: Selecionar aleatoriamenteexemplos deD, , tal quel< p< ‘Du“‘ , movendo-0s

para um conjuntd,
tem|

P

4 Treinar o classificado€, utilizando o conjunto de dadds;.
5 para Cada exemplds, [ Dutemp, tal quel<t < ‘Dutemp‘ faca

6: Apresentalk, ao classificadoC

7 para Cadat faca

8: seSaida do clasificadd® =conf entéo

9: Atribuir rotulo 1;

10: senao

11: Atribuir rotulo 0;

12: fim para

12: fim para

12: Mover os exemplos do conjurmemp, juntamente com os metarrétulos

resultantes, para o conjuni®
14: fim enquanto

2.6.3) SSRAEL

Em (SANTOS, 2012), o método semissupervisionaddRA&EL, chamado SSR&L

(do inglés,Semi-Supervised Random k-Labelsefsz uso da mesma ideia do método
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RAKEL para construir um comité de classificadores LPomo mencionado
anteriormente, o principal objetivo do RAL é formar comités gnsemble de
classificadores LP, de maneira que cada classdicagja treinado utilizando diferentes
subconjuntosranddémicode labelsets(NASIERDING et al., 2009; TSOUMAKAS et al.,
2009). O que diferencia cada método KER e SSRAEL) sdo os tipos de
classificadores gerados a partir da fase de trentm Enquanto o R&L constroi

classificadores LP, o SSREL gera classificadores SSLP.

Seguindo a mesma ideia da variacao proposta em 8SER P com o intuito de reduzir

a insercao de ruidos durante o processo de tremameos rotulos aos exemplos do
conjunto D, foi criado o método SSRé&Lc (do inglés,Semi-Supervised Random k-

Labelsets with ConfidengeA principal disparidade entre os métodos SERA e
SSRAELCc € no tipo de classificador gerado, ou sejauantp o classificador SSLP é
gerado no SSRKEL, o classificador SSLPc € gerado no SERIAc.

A respeito do fluxo do algoritimo que representméodo do SSRKEL, este, por sua
vez, é representado pela mesma estrutura do flo@dgbritimo 3. O que vai diferenciar
o fluxo do algoritimo do SSRK¥EL para o fluxo do algoritimo do SSLP é, somente, o

classificador gerado.

2.6.4) SSRAELd

Como mencionado anteriormente, em (TSOUMAKAS et 2010) € proposto uma
variagdo do RREL, chamada de R&Ld. Esse método leva a disjungéo tidmelsets O
método proposto em (SANTOS, 2012), definido com&ASELd, (do inglés,Semi-
Supervised Randomk-Labelsets dis)piféiz uso da mesma proposi¢ao para construir um
comité de classificadores SSLP a partir do SERA A diferenca entre os métodos
(SSRAEL e SSRAELd) durante a fase de selecdo metarrotulos delabdbsetse que,
enquanto no SSR&L € possivel a  sobreposicdo de metarrétulos, rodn
SSRAELd oslabelsetsséo disjuntos.

Seguindo a mesma ideia da variacdo proposta em KERAcujo intuio € minimizar a

insercdo de ruido durante o processo de atribuleadtulos aos exemplos do conjunto
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de ndo-rotuladodD,, em (SANTOS, 2012) é apresentado o método FERdAc, (do

inglés,Semi-Supervised Random k-Labelsets disjoint wittifi@ncg, onde a utilizacao
€ pré-definida por um fator de confidéncia paratrodar o processo de atribuicdo

automatica de roétulos.

Quanto ao fluxo do algoritimo que representa o netlo SSRAELd, este, por sua vez,
€ representado pela mesma estrutura do fluxo dABSR O que vai diferenciar o fluxo
do algoritimo do SSRKELd para o fluxo do algoritimo do SSREBL €&, somente, a
sobreposicdo de metarrotulos, pois € permitido S&RAe no SSRAELd eles séo
disjuntos.

2.7) Consideracoes Finais

Neste capitulo foram apresentados os conceitosadsificacdo multirrotulo, bem como
os fundamentos de alguns dos principais métodtsuwdsformacéo do problema, BR, LP,
RAKEL e RAKELd. Ademais, foram apresentados os eios, algoritmos e exemplos
dos métodos de classificagdo de dados multirréséimissupervisionado que foram
propostos pelo trabalho de (SANTOS, 2012).

Além disso, foram apresentados os conceitos dsifit@gdo multirrétulo, bem como os
fundamentos de alguns dos principais métodos deftranacdo do problema, BR, LP,
RAKEL e RAKELd. Ademais, foram apresentados os eios, algoritmos e exemplos
dos métodos de classificacdo de dados multirrosgimissupervisionado que foram
propostos pelo trabalho de (SANTOS, 2012).
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Capitulo 3

Trabalhos Relacionados

Este capitulo apresenta os principais trabalh@ximados a este. Cita os trabalhos que
estudam, dentre outras coisas, as técnicas deficks® multirrétulo associados aos
estudos do aprendizado semissupervisionado. Caadocanteriormente, as aplicacdes
de classificacdo multirrétulo consideram a possiade de alguns exemplos,
pertencentes a um conjunto de dados, estarem dotula mais de uma classe
simultaneamente (TSOUMAKAS et al., 2008). Para téin-se os algoritmos de
classificagdo multirrGtulos para predizer, de man@irecisa e eficiente, a qual rotulo
cada exemplo pertence. Surge, portanto, a ideiasdaciar a classificacdo de dados
(instancia3 multirrotulos com aprendizado semissupervisionadd principal
caracteristica dessa técnica de aprendizado deimaagu combinar, dentro de um
conjunto de exemplos, os poucos exemplos rotuladas n&o-rotulados derante o
processo de aprendizado (Zhu et al., 2003; Zhou, 010). Ficou concluido, citando os
principais trabalhos que, apesar de existir traisatiue abordam aplicacdes envolvendo
aprendizado semissupervisionado em tarefas defidag8o multirrétulo, nenhum deles
parte do principio que a selecdo dos dados penimdea um conjunto de dados néo-
rotulados possam ser selecionados para seremdosuka partir de um parametro de
confiabilidade. O parametro de confiabilidade, @eestso, sera calculado o desvio padrao

dos valores de confidéncia de cada instancia.

Este capitulo estd organizado da seguinte formaSewio 4.1 sdo apresentados 0s
principais trabalhos envolvendo classificacdo nmdftillo, enquanto na Secéo 4.2 trata

dos principais trabalhos envolvendo aprendizadassepervisionado.
3.1) Classificacao Multirrétulo

Na literatura encontramos diferentes trabalhostguam dos problemas de classificacéo
multirrétulo, como por exemplo: (VALLIM; FREITAS, @®9; TSOUMAKAS et al.,
2008; TSOUMAKAS; KATAKIS, 2007). Dentre os trabat)o (TSOUMAKAS;
KATAKIS; VLAHAVAS, 2008) prop6e um modelo de claBsacdo multirrotulo além
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dos modelos apresentados pelos demais trabalhasioreddos. Este modelo de
classificagdo multirrotulo hierarquico, por sua ,vapresenta um algoritmo chamado
HOMER (do inglés,Hierarchy Of Multilabel classifiERs capaz de construir uma
hierarquia de classificadores multirrétulo. Nessmleto, uma de suas caracteristicas é a
transformacao de tarefas de classificacdo mullilwéue possui um alto namero de
rétulosL em uma hierarquia no formato de arvore de tadgadassificacdo multirrétulo.
Além disso, um dos processos realizados por esgalmé o agrupamento do conjunto
de rétulos em subconjuntaksjuntos de tal maneira que os rétulos semelhantes sejam
alocados em um mesmo subconjunto. Seguindo o ganadidividir para conquistar”, no
HOMER, cada no interno da arvore contém um subotmjdisjunto de rotulos do
conjunto inicial, portanto, um classificador muthitulo € gerado para cada né interno e a
classificagdo multirrétulo dos nos é executada daaina recursiva segundo o estibp-
down ou seja, € iniciado na raiz pela classificacdausleou mais rotulos e, caso 0s
rotulos estejam entre os rotulos preditos pelosidlaadores pais, estes vao seguindo
pelos nés-filhos. Os demais trabalhos apresentanicts e conceitos sobre classificacao
multirrétulo em diferentes tipos de aplicacéo.

Em (VALLIM, 2009) é apresentado uma proposta de (@5inglés)| earning Classifier
Systerh para problemas de classificagdo multirrétulo,qual se pretende induzir um
conjunto de regras de classificacdo que possa geraesultado eficaz e que, também,
seja capaz de ser comparavel com outras técnicatassficacdo. Os LCS,earning
Classifier Systemsao representado por técnicas de inducdo desregralassificacao,
cujo principal mecanismo de busca é um algoritmaétieo. Essa técnica almeja
encontrar um conjunto de regras que disponha dealtagrecisdo de classificacdo. Na
literatura, os estudos sobre os LCS sdo temas n@to fudamentados e vém se
mostrando capazes de atingir resultados satisfatéam classes mutuamente exclusivas.
Apesar de existirem trabalhos de classificadoreduéivos para problemas multirrtulo
(CHAN; FREITAS, 2006), o trabalho proposto surgagés do pouco conhecimento tido

a respeito de um LCS aplicado a problemas desseenat

Em (METZ; FREITAS, 2009) € proposto um modelo higuico de classificagdo, onde
cada nd da hierarquia de classes recebe um daskifi binario plano. Esses
classificadores, por conseguinte, decidem se castancia de teste sera vinculada a

classe definida com classificador correspondent@du Portanto, embasado por essa
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definicdo, uma instancia podera ser facilmentealadh a mais de uma classe a cada
nivel de classificacdo, ou seja, tornando essasifitagdo do tipo multirrétulo. A
intencdo do método proposto por (METZ; FREITAS, Q0@ tratar a tarefa de
classificagdo hierarquica em um cendrio cuja qdadé de dados disponiveis
previamente classificados € muito escassa. Nesiexto, torna-se dificil a construcao
de um bom modelo de classificacdo, uma vez quafasmiacbes disponiveis sobre o

espaco de dados séo pobres.

Visando minimizar essa deficiéncia, € possivelizatil informacdes parcialmente
supervisionadas para orientar o processo de apsayein e impulsionar o aumento de
evidéncias a respeito do problema. Em algumasaailés, por exemplo, o processo de
rotulagem de dados é uma tarefa considerada difigjh vista a rotulagem dos dados
geralmente é feita por um especialista; 0 que padacterizar uma tarefa custasa, bem
como demorada. Em contrapartida, a aquisicdo ddesdado-rotulados é uma tarefa
simples comparada a aquisicdo de dados rotulad@sgepsa tarefa envolve basicamente
a coleta dos dadomsétancia3 de uma base de dados. Para esse impasse, 6 iaato
aprendizado semissupervisionado, pois esse tippamdizado trata de situacdes onde a

quantidade de dados nao-rotuladas é menor e aidadatde dados rotulados € maior.

Os métodos de classificagcdo multirrétulo estdo ceela mais sendo exigidos por
modernas aplicacdes que classificam dados. O halokd (TSOUMAKAS; KATAKIS,
2007) prop0e realizar uma tarefa de comparacaoedndtados experimentais de alguns
métodos de classificagcdo, além de contribuir, tamhgara a definicdo de conceitos para
a quantificacdo multirrétulo do conjunto de dadésclassificacaosingle-labe] por

exemplo, esta focada na aprendizagem cujos exengstd® associados a um unico
rotulo | a partir de um conjunto de rétulassjoint L, onde |L|>1. Caso |L|=2.
Problemas desse tipo de aprendizagem € conheawlo classificacdo binaria, enquanto
que, se |L|>2, sao problemas de classificacdo multiclasses. Nsssificacédo
multirrotulo, os dadosirfstanciad sdo associados a um conjunto de rotds L, ou

seja, cada instancia podera estar associada alenais rotulo simultaneamente.

Como mencionado anteriormente, os métodos mulilogtsdo cada vez mais exigidos

por novas aplicacfes, como a funcao de classificdedroteinas em (ZHANG; ZHOU,
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2005), a categorizacdo de musica em (LI; OGIHAR®Q3), e, também, a classificacdo
semantica de imagens em (BOUTELL et al., 2004)e&$sbalhos caracterizam bem a
aplicabilidade dos métodos de classificacdo mattifo, pois sdo apresentadas situacdes
em que exemplos das bases de dados podem estaradssoa mais de uma classe
conceitual ao mesmo tempo. Por exemplo, em (LI;H)XRA, 2003) a categorizacao da
musica € definida pela classificagcdo dos dados @awmais géneros musicais, ou seja,
varias musicas de sucesso de uma conhecida bandxldgpodem ser caracterizadas
tanto como rock quanto eletrdnica, ou até mesm@ @lassificacdo. Portanto, o trabalho
proposto em (TSOUMAKAS; KATAKIS, 2007) serve comonpo inicial e de referéncia
para estudioso na area de classificacdo multioofuldefinicdo de um conceito para a
quantificacdo de um conjunto de dados multirrétulascomparacdo de resultados
experimentais sobre certos rétulos em diferenpess tile métodos, além de um programa
estruturado que apresenta pontos fortes e frachrse sus métodos de classificacédo

multirrotulos, sdo exemplos de contribuicbes quarfoapresentadas por esse trabalho.

3.2) Aprendizado Semissupervisionado

Como mencionado anteriormente, os algoritmos denaimado semissupervisionado
aprendem a partir de uma combinagédo de dadstfcia3 rotulados e n&o-rotulados.
Assim, esses algoritmos de semissupervisao poderaptieados em problemas cujos
exemplos rotulados séo escassos e uma vasta qontld exemplos ndo-rotulados estao

disponiveis.

Na literatura, podemos encontrar trabalhos quedalbortécnicas bastantes utilizadas no
aprendizado semissupervisionado como, por exemplaécnica doCo-Training em
(BLUM; MITCHELL, 1998) e oSelf-Trainingem (ROSENBERG et al., 2005; METZ,
2011). Além destes, podem ser citados, tambénapaltro proposto por (BRAGA, 2010)
na qual se aplica o aprendizado semissupervisiomadiddescricdo em classificacdo de
textos, bem como em (WAGSTAFF et al., 2001) e (BASl., 2002) que propde uma
variacdo do algoritmo nado-supervisionad®P-k-meanse Seeded-k-mean& sabido,
portanto, que o0s algoritmos semissupervisionadoderpo atingir um desempenho
superior aos algoritmos supervisioandos treinados mesmos poucos exemplos
rotulados (BRAGA, 2010). Vejamos as caracteristidas trabalhos relacionados a

seqguir.
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Na literatura, a técnica de aprendizado semissigi@nado multidescricdo ainda néo foi
bem explorada no que diz respeito as varias passihaneiras de se descrever bases de
textos. Em (BRAGA, 2010) é proposto um estudo goelisa o desempenho de
algoritmos semissupervisionados multidescricaolasstficacdo de textos. Considera-se
a priori o algoritmo multidescricd@Go-Training pois sdo propostas alteracdes a fim de
resolver o problema dos pontos de contencéo. Aiésodé proposto o algoritn@oAL,
este, por sua vez, pode melhorar ainda mais o itgorCo-Training através da
incorporagéo de aprendizado ativo como uma form@si@ver problemas de contencéao.
No trabalho proposto por (BRAGA, 2010) foi usadaguamas e bigramas para compor
duas descricbes distintas de documentos textuars. liase nisso, foram analisados o0s
resultados obtidos pelos dois algoritmos multide8or apresentados. Os resultados
mostram que o algoritmGoAL, usando unigramas como descricdo das bases textuali
bigramas como uma outra descricdo, atingem um ges#m superior comparado a um
algoritmo semissupervisionado monodescri¢cdo, ocquacteriza que 0 uso de unigramas
e bigramas como duas descrigbes distintas de liseextos podem ser bastante

compensadores.

Em (WAGSTAFF et al., 2001) é proposta a criacdaughealgoritmo chamad@OP-k-
means Este, por sua vez, € uma versdo modificada durittgp ndo-supervisionado
means(MACQUEEN, 1967). O que diferencia o algoritr@P-k-meansdio método
nao-supervisionadk-means a forma como é usada o conhecimento préaokground
knowledgg ou seja, a forma como é usada o conhecimentaopsébre o dominio do
problema descrito na forma de relacionamentos estexemplos, cuja utilizacdo sera na
fase de formacgédo dodusters Outro trabalho que expbe a ideia de modificacéo d
algoritmo é o (BASU et al., 2002). Neste trabalhpréposto oSeeded-k-Meansim
algoritmo gerado a partir da aplicacdo do algoritrdo-supervisionadk-meansem um
conjuntos de dados eknclusters cuja principal caracteristica € a utilizacdo xeneplos
previamente rotulados como centroides iniciais dosters ou seja, estes exemplos
definidos porseedse o0 processo de escolha néo ser aleatéria. Alénmeacdes citadas
anteriormente, em (BASU et al., 2002) € propostoalgoritmo melhorado a partir do
Seeded-k-meandPorém, apesar da similaridade, h4 uma diferem¢ge embos. Os
exemplos que fazem parte do conjuntosdeds e que foram associados inicialmente a
um dadocluster, ndo poderdo ser associados posteriormente a oluster Nesse

sentido, apenas os exemplos ndo selecionados seedgerao oclustercorrespondente



44

reestimado. Por fim, leva-se em consideracdo aciagsm inicial dosseeds pois no
Seeded-k-meansas seeds podem vir a pertencer a diferemiesters daqueles
previamente associados, caso queCnastrained-k-meanisso ndo acontece. Com base
nesse contexto, o méto@onstrained-k-meané definido como mais adequado quando

asseedsrelacionadas aos exemplos rotulados, estdo assgatuidos.

3.3) Aprendizado Semissupervisionado com Class#icaVultirrétulo

Na literatura é possivel encontrar alguns méetodescgmbinam técnicas de aprendizado
semissupervisionado com classificagdo multirrétale,vezes classificagdo multirrotulo
plana, outras hierarquica. Em (METZ; FREITAS, 20Q8)r exemplo, foram propostos
métodos que avaliam algoritmos multirrtulos e dviguico, os quais podem definir
estratégias para identificar asultirrétulos majoritarios que sado dados utilizados para

calcular os valoreBaselinedas medidas de avaliacao.

Além do trabalho acima citado, outros trabalhosemées na literatura, que também estéo
relacionados com problemas de classificacdo mifile em aprendizado
semissupervisionado, abordam técnicas de apremdizminissupervisionado com
classificagdo multirrétulo; estes sdo (RODRIGUESIgR013; SANTOS, 2012). Por ndo
ter, em algumas sitacdes, alcangado resultados sigagicantes. O trabalho proposto
por (SANTOS, 2012) servira como base para essalt@bde dissertacdo que sera

apresentado no capitulo 5.

3.4) Consideracoes Finais

Neste capitulo foram apresentados diversos trabakierente as abordagens

semissupervisionada e classificacdo multirrotulssas abordagens vem apresentando
resultados favoraveis a sua utilizacdo atravésntiensas pesquisas realizadas pela
comunidade cientifica e, por isso, tornou-se istarRte desenvolver estudos que
combinassem as duas técnicas, unindo os pontass fertbuscando, dessa maneira,

solucdes eficazes em problemas de classificacao.
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Capitulo 4

Métodos Propostos

Como anteriormente mencionado, um dos objetivoseda#abalho é tentar melhorar as
técnicas de classificacdo propostas por (SANTOS2PR@través da atribuicdo de
confiabilidade no processo automatico da escolhiasténcias a serem rotuladas. Dessa
maneira, € proposto neste capitulo alguns algositmoe geram os classificadores
multirrotulos através da aplicabilidade de técnidasprendizado semissupervisionado a
partir de um parametro de confiabilidade. Para esabalho o parametro de
confiabilidade definido a partir do calculo do degvadrdo dos valores da confidéncia de
cada exemplos. Antes de iniciar a descricdo de patado proposto, é imprescindivel

definir de maneira mais precisa o problema mutiittbsemissupervisionado.

No trabalho proposto por (SANTOS, 2012), foi cotesta que, em alguns casos, 0 uso
da confiabilidade dos exemplos pertencentes a ujumid de dados ndo apresentavam
resultados satisfatorios 0 quanto eram estimadosgfa, esses resultados ndo atingiram
0s pontos maximos e minimos de acordo com as mée@valiacdo. Uma das possiveis
causas para esse fato ter ocorrido pode ter sidwéatda maneira como os exemplos a
serem rotulados foram escolhidos, ou seja, a f@i®atoria que esses exemplos foram
escolhidos pode ter contribuido de maneira negatavabtencdo dos resultados, pois
pressupfe-se que por meio dessa escolha aleatpoasérel que, dentre um grupo de
exemplos de uma mesma regido do espaco ou questgane tdo confiantes para a

rotulacdo. Portanto, para minimizar essa poss#ulkd esse trabalho propde que sejam
escolhidos padrdes que estejam mais confiantesapeariallacdo em diferentes regido do
espaco, para que o classificador a ser gerado possa todo 0 espaco disponivel de

exemplos. Nesse contexto, serdo usados como pavadestconfiabilidade os valores

obtidos por meio do céalculo dos desvios padréesdadéncias de cada exemplo para
que, dessa maneira, seja suprimido o problemaai¢hesde exemplos similares. Espera-
se, portanto, que os exemplos com alto valor deiadlgsmdrao sejam menos similares

comparados com os exemplos de menor valor do dpadi@o.
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Este capitulo esta organizado da seguinte form&etdo 5.1 apresenta o0s algoritmos
semissupervisionados adaptados; na Secdo 5.2 seafafo a conceituacdo do uso do
fator de confidéncia nos métodos semissupervismsadm parametro de confiabilidade;
na Secdo 5.3 sdo apresentados os novos meétododasiEficacdo multirrotulo
semissupervisionado baseados no valor de confi@énai Secédo 5.4 serdo apresentadas

algumas consideracdes acerca de cada método propost
4.1)  Algoritmo Semissupervisionado adaptado

Para desenvolver as adaptagcbes no algoritmo sequarsssionado, foi necessario
modificar o processo de treinamento desses algaositrmo caso oSelf-Training
Considere que um cenario, cujos elementos de uatesfe classificacdo multirrotulo é

representado por um conjunto de exemplos de treinforD ={D, OD,}, conjunto de
exemplos rotulados representado r={E, ..., E }, D, ={E,, ..., E,} representando

o conjunto de dados néo-rotulados, conjunto dda®tendo definido pdr={A, ..., A}

, 0S numeros de exemplos rotulados e ndo-rotulaeEectivamente e, por finv
representando o numero de rotulos possiveis. Adencada rétulo do conjunto de
exemplos rotulados pode recelserotulos, onde’ varia de 1 até a quantidade de rétulos

possiveisM .

Aplicando a técnica d&elf-Training descrita na secao 2.3.3, como uma abordagem do
aprendizado semissupervisionado, para este trabmiim feitas adaptacdes com relacao
ao uso dessa técnica na aplicagdo dos métodosspoep® cada iteracdo e apds a
criacdo do classificador inicial, exempl®,, é aplicada a técnica do paréametro de
confiabilidade como mecanismo auxiliar na rotulagés exemplos ndo-rotuladas. Desta

forma, o métod&elf-Trainingadaptado obedecera aos seguintes passos:

Seréo selecionados todas as instancias nao-rosutidoonjunto de dados;
Cada instancia possui valores de confidéncia,

A partir desses valores de confidéncia, é calcutadesvio padréo desses valores;

w0 NP

Por fim, serdo ordenados em um vetor do maior pamgenor valor de desvio

padrao.
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Figura5.1  Abordagem d®elf-Trainingusando o parametro de confiabilidade.

Para facilitar o entendimento sobre o calculo dafiabilidade primeiro é preciso
esclarecer que, durante o processo de aprendizadessipevisionado, a partir da
ferramenta MULAN, cada instancia imprime valoresiteecidos como de valores de
confidéncia, ranking e biparticdo. O célculo dafailidade é alcancado a partir dos
valores de confidéncia dessas instancias ondeyta gales, € possivel dizer o quéo
confiante € certa instéancia para um determinadala6Dessa maneira, um algoritmo
genérico que usa o critério do parametro de caififiade como auxilio no processo de
rotulacdo das instancia através da atribuicdo sespe apresentado no Algoritmo 5.

Algoritmo 5 Parametro de Confiabilidade

1: DadosD, e D,

2. instancias p

3: enquanto D, # U faca

Gerarclassificadoresa partir deD,

Apresentar er‘@wemposvalores de confidéncidosp exemplos

Calcular o Desvio Padréo deslores de confidéncidosp exemplos
Selecionar um percentuatie p exemplos do conjuntdi)%mpcom 0S maiores

No g ok

valores do Desvio Padrao
8: Atribui labelsaosp exemplos do conjunthempselecionados
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9: Inserep rotulado emD,
10: fim enquanto

Nesse algoritmo é possivel entender como € usagarametro de confiabilidade no
processo de rotulacdo dos dados ainda néo-rotulddmsalmente sdo gerados os

classificadores a partir do conjunto de dadps(Linha 4). Uma vez feito isso, em um
outro conjunto D%mp ={( X, Xi,-es )§n)|i=1,...,N}, € apresentado os valores de

confidéncia de instancias que servira para o calculado do desailodo desses valores.
Apbs calculado o valor do desvio padrdao (Linha 63 galores de confidéncia dessas
instancias, sao selecionados as instaqcgse possuem o maior valor de desvio padréo a

partir da ordenacao dos elemenpague foram organizados (Linha 7).

O parametro de confiabilidade pode ser apresergagartir do ranking ordenado de
maneira decrescente do desvio padrdo dos valoresrdi&léncia das instancias ainda
nao-rotuladas. Para os métodos propostos a segaie fazem uso do parametro de
confiabilidade como mecanismo auxiliar no procedsorotulacdo das instancia, estes
apresentarao a nomenclatuaaking como referéncia ao ranking ordenado das instanias
nao-rotuladas. Abaixo segue um exemplo ilustratigocomo é definido o processo de
confiabilidade durante a escolha dos padrbes erdatenminado conjunto de dados.

Distaset Ordenada

r S Instancia A Calular — 6
C F 3
i a9 =
[ > s [ {0.88, 0.50; 0.99) ] —» ( o ] (0.20)
=]
. . . . Instincia B p——, &
A =
] T =
5 (:«0.99.0.93.0.92,- ] — [ EL ] —* || 0on 5
& @ = |
Instancia C f B
® 9 &9 .. ( 0,40, 0.60, D.ED}] — i [ oe ] (0.03)
. N
L &

Figura 5.2 Processo ilustrativo da atuacao do patrénde confiabilidade.

Na Figura 5.2, é observado que as instancias smadas de acordo com o nivel de
prioridade para rotular, ou seja, serdo escolhigi@meiramente as instancias que
apresentarem a menor similaridade entre os pad@fimao mencionado anteriormente,
cada instancia possui valores de confidéncia eartir mlesses valores, € calculado o

desvio padrdo dos valores de confidéncia dess#&@naias. Assim, as instancias que
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apresentarem o maior valor do desvio padréo seefmsnsimilares e, portanto, colocado
como prioridade para rotular. Sabendo disso e saralo a Figura 5.2, os padrbes da
instancia C apresentaram o maior desvio padrage@) sGo menos similares, seguidos
pelos desvios padrbes das instancias A e B, regaeEnte.

Um questionamento levantado antes da criacdo desdeslos era em relacdo a garantia
de que os exemplos escolhidos estariam contribyseddivamente para a obtencéo dos
resultados, pois, em (SANTOS, 2012), existiam chsme algumas instancias serem
escolhidas aleatoriamente e com isso 0s resultagossentados n&o contribuiriam

positivamente. Nesse contexto, cada algoritmo @tmp@ermite que o0 processo de
atribuicdo dos rotulos seja definido por um parédmede confiabilidade, ou seja, cada
algoritmo atribuira rétulos através do valor daf@iilidade calculado a partir do valor

de cada instancia e ndao mais pela atribuicdo atittande rotulos. Assim, depois de

selecionado os exemplos com maior valor do desaivdm, ou seja, selecionado aqueles
exemplos que apresentaram menor similaridade, sstée rotulados e, apos isso, sera
gerado um classificador. Além disso, a abordagemisseipervisionada é considerada
iterativa e incremental, ou seja, os exemplos pnéidados selecionados serdo rotulados
e, a posteriori, adicionados ao conjunto de treerdm aos poucos, normalmente, em
vérias iteragbes. Ademais, outro parametro nedessadtilizado na abordagem

semissupervisionada é a quantidade de exemplomhi#lados que serdo inseridos a cada

iteracao.

4.2) Fator de confidéncia

No trabalho proposto por (SANTOS, 2012), ha umaudisdo sobre como reduzir a
possibilidade do processo de atribuicdo automatecaotulos fragilizar o processo de
aprendizado, ao invés de melhorar. Com o intuitoadeenizar este problema, foi
proposto por (SANTOS, 2012) a utilizagdo de um mp&tédo, chamado fator de
confidéncia, que busca controlar o processo deuatéio automatica de rétulos, baseado
no valor da saida do classificador gerado. Dess#inga apenas os rétulos cuja saida

esteja acima do valor do fator de confidéncia seatribuidos ao conjunto de exemplos.

A justificativa para a escolha dos valores utilzadcomo fator de confidéncia neste

trabalho reside no fato de, segundo (SANTOS, 2012k vez que a confidéncia € a
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probabilidade de o exemplo pertencer a um detedoinatulo, espera-se que quanto
maior o valor do fator de confidéncia utilizado,ionaa probabilidade do exemplo ser
rotulado corretamente. Esse fator de confidénaisbém sera aplicado nos seguintes
métodos propostos (SSBRcr, SSLPcr, SBRAr e SSRAELdcr). Em (SANTOS,

2012), foi feito uma analise inicial dos métodose giweram uso deste fator de
confidéncia, e que, neste trabalho, essa analisgrfofundada a partir da utilizacdo deste

fator de confidéncia em conjnto com a confiabilielads métodos propostos.

4.3) Meétodos Semissupervisionado propostos

Os métodos propostos utilizam os algoritmos semp@sisionados apresentados na
secdo anterior com aprendizado de maquina e détagsib multirrétulo.
A seguir serdo apresentados quatro algoritmos osamking e 0os quatro algoritmos

usandaconfidéniae ranking

* SSBRr (do inglésSemi-Supervised Binary Relevance using ranking

* SSLPr (do inglésSemi-Supervised Label Powerset using ranking

e SSRAELr (do inglésSemi-Supervised Random k-Labelsets using rajking

e SSRAELdr (do inglésSemi-Supervised Random k-Labelsets using rankspgiral;

* SSBRcr (do inglésSemi-Supervised Binary Relevance with confidenog us
ranking);

* SSLPcr (do ingléssemi-Supervised Label Powerset with confidenceyuainking;

e SSRAELcr (do inglésSemi-Supervised Random k-Labelsets with confidesing
ranking);

e SSRAELdcr (do inglésSemi-Supervised Random k-Labelsets with confidesing

ranking disjoinj;
4.3.1) Modelos SSBR propostos
Como mencionado anteriormente, 0 método semissgmerado SSBR, criado a partir

do algoritmo BR, tem como objetivo incrementar argidade de exemplos do conjunto

de dados durante a fase de treinamento, seleciondaednaneira a
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aleatdria, os dados nao-rotulados para rotulackiinao conjunto de dados rotulados.
Nesta subsecao, é proposto uma extensdo do mégRie, Shamada SSBRr (do inglés,
Semi-Supervised Binary Relevance using rankintp qual, durante a fase de
treinamento, essa técnica de aprendizado semissipeado objetiva incrementar a
quantidade de exemplos ndo-rotulados, que foramgmnente selecionados por meio do
parametro de confiabilidade, ao conjunto de dadtdados. Dessa maneira, 0 SSBR e o
SSBRr diferem apenas na maneira como sédo seleosmesdexemplos para o processo
de rotulagem dos dados. Um método seleciona ossd#mlonaneira aleatéria e o outro
seleciona os dados baseando-se pelo valor do demsiéo dos valores de confidéncia de

cada exemplo.

Apbés a etapa de transformacdo dos dados, € iniceadiase de treinamento.
Diferentemente do método BR, no qual toda a fastrailgamento é realizada em uma
Unica iteracdo, no SSBRr, extensdo do método SSBpogta neste trabalho, a fase de
treinamento pode ser realizada, também, em uma as iteracdes. O numero de
iteracdes da fase de treinamento do SSBRr depenutéréiramente, da quantidade de
exemplos néo-rotulados pertencentes ao conjunt@xeenplos disponiveis a serem
rotulados a partir dos valores obtidos pelos despadroes das confidéncias de cada
exemplo a cada iteracdo. Assim, cada iteracdo guaeona fase de treinamento do
método SSBRr esta dividida em duas etapas: A pranaiglas condiz com criacdo de um
classificador multirrétulo utilizando o conjunto @xemplos rotulados disponivel. Na
segunda, os exemplos do conjunto de dados na@dosilpassardo pelo processo de
selecao através danking do desvio padrdo dos valores de confidéncia ddénnias e,
por conseguinte, serdo rotulados utilizando o ifleador gerado, com o objetivo de
incrementar o nimero de exemplos do conjunto depkos rotulados. Nesse contexto, é
sabido que um importante parametro, cujo ajuste isgprescindivel, € o quantitativo de
exemplos néo-rotulados que devem ser rotuladogla ibaracdo, pois quanto maior a
proporcao de exemplos ndo-rotulados utilizadosda @¢aracao, menor sera o nimero de
iteracOes na fase de treinamento. O Algoritmo @réee toda a fase de treinamento do
método SSBRr.

Algoritmo 6 Fluxo basico do SSBRr na fase de treinamento

1: DadosD,,D, ,...,.D e D,
2: enquanto D, # [l faga
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3: Selecionar op exemplos deD, e mové-los para o conjumlbutemp, tal que
1< p<|D,|

4: Criar uma copia do conjuntd, ,chamadaD,

5: Calcular a Confiabilidade a partir do Algoritimo 5

6: Criar uma copia do conjunllf)umDP para cada rétulal, UL, chamadaDuj

7 Aplicar o percentuak de p exemplos selecionados ao conjunﬁl,g

8: Descartar os conjuntdﬁé%mpe Du‘empDP

9: para CadaA,; UL faca

10: Treinar o classificaddt, utilizando o conjunto de exempldizj

11: para Cada exemplds, U D, , tal quel<t=< ‘Duj faca

12: ApresentalE ao classificadoC,

13: Utilizar a saida do classificadGr para rotulark, (1, casog 04,0,
caso contrario)

14: fim para

15: Mover osp exemplos recém-rotulados do conjurDQempDP para o conjuntd,
16: fim para

17: fim enquanto

Como apresentado no algoritmo anterior, a cadacder da fase de treinamento do

SSBRr, p exemplos do conjunto de exemplos néo-rotulaflyssdo selecionados e
movidos para o conjunteD, , tal que 1<p<|D|. Em seguida, é executado o

algoritimo 5 para calcular o desvio padrao dosrealale confidéncias das instancias néao-

rotuladas a partir dos dados do conjurﬁ]g;emp. ApOs isso, para cada rotuly L, e
criada uma copia do conjunibulempop, chamadaDui . Sera aplicado um percentual dos

p exemplos selecionados ao numero de exemplos dagiesontido emDuj, e 0s
conjuntos Du1emp e Du1empDP serao descartados. Para cada rowil@]L € treinado um
classificador C; utilizando o conjunto de exemplo@Ii . Para cada classificaddt,
gerado, os exemplos do conjurﬂpmp sdo apresentados@ e rotulados de acordo com
sua saida, de modo que, caso pertenda & atribuido rétulo 1 e 0, caso contrario. Por
fim, os p exemplos selecionados e recém-rotulados sdo moddasonjunto Du1empDP

para o conjuntoD,. Ao fim de cada iteracdo, o processo serd repetidodo inicio a

uma nova iteracéo, até q(B,|=0 .
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Como dito anteriormente, em (SANTOS, 2012) foi sip uma variacdo para 0S
métodos semissupervisionados, cham&imfidence com o intuito de amenizar o
problema da atribuicdo automética de rotulos, higfa o deterioramento do processo de
aprendizado. Este trabalho propde uma variacadSlBRE chamada SSBRcr (do inglés,
Semi-Supervised Binary Relevance with confidenoey uanking, na qual é utilizado

um fator de confidénciaconf, onde O<conf<1 para controlar o processo de

rotulagem automatica, baseando-se pelo valor da siai classificador gerado.

No Algoritmo 7 é apresentado a logica para o algariSSBRcr:

Algoritmo 7 Fluxo basico do SSBRcr na fase de treinamento
1: DadosD,,D, ,...,.D e D,
2: enquanto D, # [l faga

3: Selecionar op exemplos deD, e mové-los para o conjumlbutemp, tal que
1< p<|D,|

4: Criar uma copia do conjuntd, ,chamadaD,

5: Calcular a Confiabilidade a partir do Algoritimo 5

6: Criar uma copia do conjunlli)umDP para cada rétulal, UL, chamadaDuj
7 Aplicar o percentuak de p exemplos selecionados ao conjumg

8: Descartar os conjuntdé%mpe D%mwp

9: para CadaA,; UL faca

10: Treinar o classificaddt, utilizando o conjunto de exempldisj

11: para Cada exemplds, D, , tal quel<t=< ‘Duj ‘faga

12: ApresentalE ao classificadoC,

13: seSaida do classificaddZ; < confentdo

14: Atribuir rétulo 1;

15: senao

16: Atribuir rétulo 0;

17: fim se

18: fim para

19: Mover osp exemplos recém-rotulados do conjuriiDQempDP para o conjuntd),
20: fim para

21: fim enquanto
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4.3.2) Modelos SSLP propostos

Outro método semissupervisionado chamado SSLRiccagartir do algoritmo LP, tem
como primeiro passo a transformacéo do conjunidedes de treinamento, considerando

as combinacgdes de rétulos, gerando um metarrgtub@ra cada combinagao.

Algoritmo 8 Fluxo basico do SSLPr na fase de treinamento

1: DadosD, e D,
2: enquanto D, #[ faca

3: Selecionar op exemplos deD, e mové-los para o conjunilbu‘emp, tal que

1< p<|D, |

4: Criar uma copia do conjunﬂbu‘emp, chamaddi)u‘emwp

5: Calcular a Confiabilidade a partir do Algoritimo 5

6: Aplicar o percentuak de p exemplos selecionados ao conjuvﬁl&gmm

7: Treinar o classificadofC utilizando o conjunto de dadds,

8: para Cada exemplds, [ Dwempm’ tal quel<t< ‘Dutempm faca

9: Apresentalk, ao classificadoC

10: Utilizar a saida do classificadGr para atribuir um dos metarrétulgs
11: fim para

12: Mover osp exemplos recém-rotulados do conjurﬂgemp, juntamente com o0s

metarrotulos restantes, para o conjubto
13: fim enquanto

Nesta subsecdo, € proposta uma extensdo do mégid®ty 8hamada SSLPr (do inglés,
Semi-Supervised Label Powerse using ranking qual, durante a fase de treinamento,

p exemplos do conjunt®, sdo selecionados e movidos para o conjdh}gﬂp, tal que
1< ps‘D%‘. Em seguida, é executado o Algoritimo 5 para ¢afon desvio padrdo dos
valores de confidéncias das instancias nao-rotslagertir dos dados do conjurmemp.

Esse percentuak , por sua vez, serda aplicado ao conjunto que casstaaiores valores

do desvio padrao dos exemplos previamente selatsnahamado conjuntDmepm. O

algoritmo 8, que representa 0 método SSLPr, masraeguintes passos da fase de

treinamento desse algoritmo.
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Dessa maneira, uma vez que tenham sido atribuitta®s a todos osp exemplos
definidos pelo valor do desvio padrao das inst&nejdambém, pertencentes ao conjunto

de dados ndo-rotulado®, , o classificadorC € retreinado utilizando seu recente

conjunto de dado®, , composto de todos os exemplos do conjuptpbem como com

os exemplos do conjuntd, e seus respectivos rétulos.

Como proposto ao método SSBRr, uma variacdo tansmemétodo SSLPr foi proposta,
chamada SSLPcr (do ingléSemi-Supervised Label Powerset with confidencegusin

ranking, com o objetivo de reduzir o surgimento de ruidosante o processo de

atribuicdo de rétulos aos exemplos do conjuto dieslado-rotulado®), .

Algoritmo 9 Fluxo basico do SSLPcr na fase de treinamento

1: DadosD, e D,
2: enquanto D, #0 faca

3: Selecionar op exemplos deD, e mové-los para o conjunilbu‘emp, tal que
1< p< ‘ D%‘

4: Criar uma copia do conjuntd, ,chamadaD,

5: Calcular a Confiabilidade a partir do Algoritimo 5

6: Aplicar o percentuak de p exemplos selecionados ao conjunﬁl'gempm

7: Treinar o classificadofC utilizando o conjunto de dadd3,

8: para Cada exemplds, [ Dwempm’ tal quel<t< Diyrre faca

9: Apresentalk, ao classificadoC

10: para cadatfaca

11: seSaida do classificaddE. < confentdo

12: Atribuir rotulo 1;

13: senao

14: Atribuir rotulo 0;

15: fim se

16: fim para

17: fim para

18: Mover osp exemplos recém-rotulados do conjunggemp, juntamente com o0s

metarrotulos restantes, para o conjubto
19: fim enquanto
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4.3.3) Modelos SSRKEL propostos

O método SSRKEL, criado a partir de um algoritmo muito utilizadeamado RAEL, é
construido através de comitéengemblds de classificadores SSLP, na qual cada
classificador é treinado usando um diferente sybhotm aleatério deabelsets ou seja,
cada classificador SSLP criado é aplicado em seflaicom um numero ideal de rotulo
e numero adequado de exemplos por rétulo. Desseiraan método SSR&L tenta
minimizar a vulnerabilidade a aparicdo de muitass#s com poucos exemplos do SSLP.

Nesta subsecao é proposto uma extensao do méetGkEE, chamada SSR&Lr (do
inlgés, Semi-Supervised Random k-Labelsets using rajkjng usa 0s mesmos passos
para construir um comité de classificadores SSLPS8RAEL. O que diferencia o
método SSRREL do SSRAELr é apenas na maneira como sdo selecionados os
exemplos para o processo de rotulagem de dadosHale treinamento do SSKA.,
cada classificador gerado € treinado usando unredii® subconjunto aleatério de
labelsets por sua vez, na fase de treinamento do S&RA os classificadores gerados
sao treinados a partir de um subconjuntdatielsetscujos valores do desvio padréo de
cada exemplo foram imprescindiveis para a escalka@&gemplos a serem rotulados.
Assim como nos métodos anteriores, é proposta @amacé@o, chamada SSRALcr (do
inglés, Semi-Supervised Random k-Labelsets with confidersoeg ranking, cujo

objetivo é reduzir a insercdo de ruido durante argsso de atribuicdo de rétulos aos

exemplos do conjunto de dados ndo-rotulaBps Além disso, o que torna diferente os

métodos SSRKELr e o SSRAELcr sdo os tipos de classificadores gerados, @, se
classificador SSLPr é gerado a partir do método A&Rr e, em contrapartida, o
classificador SSLPcr é gerado a partir do métodeAKELcr.

4.3.4) Modelos SSRKELd propostos

Como mencionado anteriormente, o algoritmokRIA proposto em (TSOUMAKAS et
al., 2010) e formado por um comiténEemble de classificadores LP, no qual cada
classificador é treinado usando um diferente cdnojaleatério ddabelsets O algoritmo
RAKEL possui uma variacdo chamada dekRIEd, cuja principal diferenca entre os dois

métodos € o tratamento que cada algoritmo tem colabelsets ou seja, o algoritmo
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RAKEL leva a sobreposicao dtabelsetse o RAELd leva a disjuncdo ddabelsets A
partir dessa ideia em (SANTOS, 2012), essa varjag@mada disjuncdo, sera aplicado
ao algoritmo SSRKEL proposto. Essa variagcdo transformara o métod®AREL no
método SSRRELd (do inglés,Semi-Supervised Random k-Labelsets digjod$ dois
algoritmos propostos em (SANTOS, 2012) diferem apera forma como séo utilizados
na fase de selecdo dos metarrétulos de EmEsets pois no SSRREL é permitida a

sobreposicdo de metarrétulos e no SERAI ocorre a disjuncdo ddéabelsets

Nesta subsecdo é proposto uma extensdo do méetdbkEBd, chamada SSRé&Ldr
(do inlgés, Semi-Supervised Random k-Labelsets disjoint usamdimg que usa o0s
mMesmos passos para construir um comité de classifies SSLP do SSREL. O que
diferencia 0 método SSHELd do SSRAELdr é apenas na forma como sao
selecionados os exemplos para o processo de retnldg dados. O SSRELd promove
uma selecédo aleatéria dos exemplos a cada iterdgdm.SSRRAELdr, por sua vez, ira

atacar a escolha dos exemplos baseando-se nalead@svio padrédo de cada instancia.

Com o intuito de reduzir a insercao de ruido d@anprocesso de atribuicdo de rétulos
aos exemplos do conjuntd, é proposto nesse trabalho uma variagdo do &ERd,

chamada SSRKELdcr (do inglés,Semi-supervised Random k-Labelsets disjoint with
confidence using rankingna qual é utilizado um fator de confidéncia pewatrolar o
processo de atribuicdo automatica de roétulos tantteseada no valor do desvio padrédo

de cada exemplo.

4.4) ConsideracgOes Finais

Neste capitulo, foram apresentados algoritmos guebmam técnicas de aprendizado
semissupervisionado com métodos de classificacdtrmiwlo. Aléem disso, durante a
fase de treinamento, as escolhas dos exemplosm setulados séo feitas a partir dos
resultados obtidos pelos maiores valores do desa&rdo de cada instancia ou dos
valores de confidéncia, ou seja, sera selecionadpearcentual de exemplos com maior
dissimilaridade. Tais algoritmos foram chamados SEBRr, SSLPr, SSR#&Lr,
SSRAKELdr, SSBRcr, SSLPcr, SSRELcr, SSRAELdCcr.
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Capitlo 5

Metodologia dos Experimentos

Este capitulo descreve os procedimentos adotadasabalho para a realizacdo dos
experimentos e esta organizado da seguinte mamaraecdo 6.1 sdo apresentadas as
bases de dados multirrétulos. As subsecdes a sag@sentam uma breve descricdo de
cada base de dados usada por essa proposta, cacdigs do experimento, além do

conceito do parametro de confiabilidade.
5.1) Bases de Dados Multirrétulo

Para fins de experimentais, esse trabalho faz eisled diferentes dominios de aplicacao.
A seguir, sdo descritas as caracteristicas e dispedies das bases de dados utilizadas no

trabalho.

Na Tabela 6.1 sdo apresentadas algumas caractsidis bases de dados multirrétulo
utilizadas, tais como o numero de exemplos, o narderatributos numéricos, o0 numero

de atributos discretos e, por fim, 0 nimero deloétu

Base N° Exemplos| N° Atrib. Num| N° Atrib. Disc Roétubs
Emotions 593 72 0 6
Scene 2712 294 0 6
Genbase 662 0 1186 27
Medical 978 0 1449 45
Yeast 2417 103 0 14
Bibtex 7395 0 1836 159
CAL500 502 68 0 174
Corel5k 5000 0 499 374
Enron 1702 0 1001 53
Mediamill 43907 120 0 101

Tabela 6.1

Detalhamento da base de dados.




59

5.1.1) Emotions

A base de dadogmotions (WIECZORKOWSKA, 2006) esta relacionada com a
classificacdo de musicas de acordo com as emogdescpdas por elas. Esta base de
dados contém 593 instancias, sendo 72 atributosincms, com possibilidade de

associagao a 6 rotulos (classes).

5.1.2) Scene

A base de dados dB8cene(BOUTELL et al.,, 2004) estd relacionada a indexacdo
semantica de cenas. Essa base possui 2712 instamuike cada instancia é descrita por
294 atributos continuos e, também, associadas cmndeitos (rotulos), tais como praia,

montanha e campo.

5.1.3) Genbase

A base de dado&enbasgDIPLARIS et al., 2005) representa dados biol6giaogual
estdo relacionados a classificacdo funcional deepras. Essa base de dados possui um
guantitativo de 662 instancias, descritas por 14di@6utos discretos, com possibilidade

de associacdo a 27 rétulos (classes).

5.1.4) Medical

Essa base de dados € composta de documentos quevdes historias de sintomas e
prognésticos que sao usados para prever codigosrose@ esta disponivel em

http://www.computationalmedicine.org/challenge/imghdap. A composicao desta base de
dados sao 978 instancias, descritas por 1449 tsikiiscretos, com possibilidade de

associacao a 45 rotulos (classes).

5.1.5) Yeast

Essa base de dados bioldgic¥east (CLARE; KING, 2001) esta relacionada a

classificacéo de funcdes de proteinas. Em sua cgigdmoencontramos microvetores de
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expressdes e perfis filogenéticos de 2417 gemas) descritos por 103 atributitos

continuos. Cada é associado a um subconjunto datégorias.

5.1.6) Bibtex

A base bibitex utiliza um arquivo em formato dettegimples, que pode ser criado e
modificado através de um arbitrario editor de tefssa base de dados é composta por
7395 instancias, 1836 atributos discretos e 156la®it Essa base esta disponivel em

http://www.bibtex.org/.

5.1.7) CAL500

Essa base de dados € a composi¢cdo em um conjutt@@feanotacdes musicais do ser
humano que, gerados, descrevem 500 faixas mugiopidares do ocidente. A CAL500
é definida por suas 502 instancias, 68 atributesénicos, bem como seus 174 rotulos.
Ela esta disponivel em http://cosmal.ucsd.edufcgépts/AnnRet/.

5.1.8) Corel5k

A corel5k é uma base de dados representada porinetérib no qual contém dados
utilizados para recohecimento de objetos cdhachineTranslation de Pinar Duygulu,
Kobus Barnard, Nando Freitas e David Forsyth. Hsase € composta por dados
redundantes e com algumas anomalias. Essa bagen&dfo por 5000 instancias, 499
atributos discretos e 374 rotulos.

5.1.9) Enron

A base enron representa um conjunto de dados quelé&tado e preparado pelo projeto
CALO - assisténcia cognitiva que aprende e organiZassa base contém os dados de
150 usuarios organizados em pastas. BHasaseté formada por 1702 instancias, 1001

atributos discretos e 53 roétulos.
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5.1.10Mediamill

Essa base de dados deu origem no laboratdrio ddossem sistemas inteligentes da
Universidade de Amsterdam e tem como objetivo ueidpixel para texto com o
propoésito de recuperacdo de imagens. A base mddéaoamposta por 43907 instancias,

120 atributos numéricos e 101 rétulos.
5.2) Métricas de Avaliacdo

Na literatura € possivel encontrar varias medidaslassificacdo multirrétulo. Segundo
(TSOUMAKAS et al., 2009), estas medidas propostaiem ser desmembradas em dois
grupos: As medidas baseadas leiparticdo, que avaliam abiparticdessobre todos os
exemplos da base de dados de avaliagcédo, além dmytems casos, decompor 0 processo
de avaliacdo em avaliacbes separadas para cada. r@tuoutro grupo refere-se as
medidas baseadas eanking que avaliam osankingscom respeito a precisdo da base
de dados multirrétulo.

Sabe-se, por isso, que a maneira como sao aval@gladassificadores multirrétulo
diferem da forma como sdo avaliados os classifiesdonirrétulos. Segundo (SANTOS,
2012), ao contrario dos problemas de classificagdiorétulo, cuja classificacdo dos
exemplos estdo entre correto ou incorreto, em whlgma de classificacdo multirrtulo

a classificacdo de um exemplo pode ser considgad#almente correta ou incorreta, ou
seja, quando um classificador corretamente atmioniexemplo a ao menos uma das
classes que ele pertence, mas nao atribui a tedelasses que de fato ele é pertencente.
Aproveitando o contexto, segundo (CERRI; CARVALHIDP9), o classificador também

pode atribuir um exemplo a uma ou mais classe® &lgundo pertence.

Portanto, segundo (SANTOS, 2012), para definirsestadidas, uma base de dados de

avaliagdo de exemplos multirrétulo sera denotadaocQx, y),i=1,...,N, ondeY, O L
representa o conjunto de rotulos verdadeiras=g A: j =1,...,M } representa o conjunto

de todos os rétulos. Dado um exempo o conjunto de rotulos que séo preditos por um
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classificador multirrétulo é representado pgr, enquanto aanking predito para um

rétulo A é representado par(A).

Quanto maior a relevancia dos rétulos, maior sei@nking atribuido ao rétulo. Quanto

menor a relevancia dos roétulos, menor sa@n&ing atribuido ao rétulo.
A sequir, serdo apresentadas algumas medidas lilscaeausadas pela literatura.
5.2.1) Meétricas baseadas &iparticao

Este trabalho faz uso das seguintes medidaéBighaticda Hamming LosgHLosS), F-
Measure(FM) e Accuracy(Acc).

5.2.1.1) Hamming Loss

O Hamming Lossvalia a porcentagem correta de rotulos ndo peditrétulos preditos
incorretamente. Dessa maneira, esta medida coasaldrequéncia com que um par
exemplo/rétulo é classificado de maneira incorretaseja, cada exemplo é associado a
um rétulo errado ou um rétulo néo predito. Estaideedefine que o melhor desempenho
€ alcancado quando o resultado é igual a zerogéjsgoanto mais o valor se aproxima a

zero, melhor sera seu desempenho.

N
— 1543
HLOSS—W;T

A é a diferenca simétrica entre os dois conjuntos

Equacédo da formula matematica da métdeanming Loss

5.2.1.2) F-Measure

F-Measureé uma métrica que representa a combinacao emrtces® e Reconhecimento.
Sua representacao € definida pela média hamoénscdudes métricasrecisione Recall

e € usada como ustorede desempenho agregado.
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Equacéo da férmula mateméatica da métriddeasure

5.2.1.3) Accuracy

Essa métrica avalia a porcentagem de verdadeigiivos fora do total de verdadeiros

positivos, falso positivos e negativos.

N
_ 15 °[¥n3
Acc=—
N;\Yiuz\

Equacéo da formula matemética da métAicauracy
5.2.2) Meétricas baseadas &anking

Este trabalho faz uso das seguintes medidaRat&king One-Error (1-Err), Average

Precision(AvPrec) eRanking LosgRLOSS).
5.2.2.1) One-Error

One-Error, também conhecida pdr-Err, avalia a frequéncia de rétulos no topo do
ranking que ndo estavam no conjunto de rotuleleante¥ corretos. Nessa métrica, o

melhor desempenho é alcancado quando essa medidse vaproximando a zero.

Portanto, quanto menor o valor algando, melhorseigenho obtido.

IN|
1 .
1-Err = N lE:l d@rgyn. ming (1))

Onde:
o(A) = {1seiD YO casocontrar}c

Equacao da férmula matematica da mét@ce-Error.
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5.2.2.2) Average Precision

A métrica Average Precisionconhecida poAvPre¢ avalia a fragdo média de rétulos
rankeados acima de uma rétulo particdladY; que esta enY,. O melhor resultado é

alcancado quando a precisdo média é igual a umsefay essa medida de avaliacdo

representa a precisdo meédia tomada para todossieis rétulos.

_ 1 g fiovank 6% rank g L)
anpre%(H)‘NZM%: ranke (<))

i=1

Equacdo da férmula matematica da méthiearage Precision
5.2.2.3) Ranking Loss

A Ranking Loss, ou RLossxpressa o numero de vezes que 0s rétulos irrdkevaao
classificados em uma posicdo mais altaanking comparado aos rotulos relevantes. Ou
seja, essa medida de avaliacdo expressa uma negiares de rotulos ordenados de

maneira incorreta.

N
R-Loss=i L
NizzlllYilM K

Onde: Y, é o conjunto complementar de&{com seu respecito rétulo L. E

R ={(4 A): 1(A) > r(A), (A, A) DY, x Y}

Equacédo da formula matematica da métReaking Loss
5.3) Parametro de Confiabilidade

Como mencionado na Secédo 1.1, a principal motivagéa esse trabalho é encontrar a
solugédo para o problema da aleatoriedade na esdolbadados para o processo de
atribuicdo de rotulos. Em (SANTOS, 2012), o uso dakres de confidéncia nos

exemplos mostraram que parte dos resultados al@angana significancia subestimada.
Uma possivel causa para isso pode ter sido a raaalgiatoria como os dados foram

escolhidos para rotular. E possivel, portanto, aj@scolha aleatoria dos dados pode ter
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escolhido exemplos de uma mesma regido do espagadds o que, consequentemente,
pode ter contribuido de maneira negativa na obterdd@s resultados. Buscando
minimizar o problema na escolha de exempos simsilasergi a ideia do parametro de
confiabilidade como mecanismo usado no auxilioldssdicacdo de dados multirrétulos
através da atribuicdo de pesos. Essa atribuicdpedes da-se através do calculo do
desvio padrao dos valores de confidéncia das icisguonde espera-se, portanto, que 0s
exemplos com alto valor do desvio padrédo sejam memilares comparados com 0s
exemplos com menor valor do desvio padrédo. Tomandw base a relevancia do uso do
parametro de confiabilidade, na Secdo 8.1 um affiaggoublicado apresentando os

resultados obtidos a partir de experimentos irgciali

5.4) Reducéo de Dimensionalidadeéture Selection

A partir de técnicas de mineracdo de dados, o @uainstituido por trés etapas: pré-
processamento, extracdo de padrbes e poés-procedea(htAN; KAMBER, 2006), a
Selecdo de Atributos (do ingl€gature Selectioné uma tarefa presente na etapa de pre-
processamento. A Selecdo de Atributos pode coitrgara a geracdo de modelos de
dados que permitem representar com maior fideligadedes inerentes aos dados. Além
disso, a Selegcédo de Atributos busca atributos qudestacam a partir de medidas ou
critérios de importancia, oferecendo, dessa magnamapotencial de reducdo nos efeitos
prejudiciais da chamada “maldicéo da dimensiondétigLIU; MOTODA, 2008).

Uma vantagem dessa abordagem € a eficiéncia paetegdo de atributos em dados
multirrétulos, visto que a existéncia de um Unigbc®njunto de atributos do conjunto de

dados elimina a mensuracao dos atributos descartado

Por fazer uso de bases de dados com grande dimalidaule de atributos, percebeu-se
um pontencial problema quanto a aquisicdo dos teeRg satisfatérios, haja vista a
grande quantidade de informacdes, muitas vezesdessarias, presentes nessas bases.
Para esse trabalho, portanto, foram aplicados oscetos de reducdo da
dimensionalidade em base de dados a partir doalt@b elaborados por (SPOLAOR;
CHERMAN; MONARD, 2011) e (SPOLAOR, CHERMAN; MONARD:EE, 2013).
Conceitos esclarecedores foram imprescindiveis camdio na aplicacdo do algoritmo

de selecdo de atributos cham&igiefF para bases de dados com grande complexidade.
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O algoritmo ReliefF busca definir unranking final a partir da média dos valores da
medida de importancia para cada atritubo em cadpumim de dados multirrétulo. A
avaliacdo dos resultados obtidos é dada a pagindhores atributos, dado um limiar.

Outro objetivo do algoritmoReliefF, em problemas de classificacdo, pode ser
especificado como a selecdo de atributos que eximdares distintos para exemplos

préximos de um grupo de classedistintas e valores similares para exemplos de mesm
classe (SIKONJA, 2003). CReliefF é usualmente aplicavel em problemas de
classificacdo multirrétulos, pois apresenta madtnustez a dados ruidosos e incompletos
(DERNSAR, 2010). Além disso, é também um algoritaqgicavel em problemas

multirrétulos de acordo com a transformacgéao do lerob, visto que o conjunto de dados

multirrétulos, em andlise, seja extraido mruonjuntos de dados monorrétulos.

O uso do algoritmdeliefFneste trabalho tem como objetivo reduzir a dinmradidade
desses conjuntos de dados. A ideia da reducaansdionalidade dessas bases surgiu a
partir da escolha das mesmas, 0 que, possivelmeni@mizaria o tempo de
processamento para a aquisicao dos resultados dal@iiminar atributos néo relevantes
que comprometem o alcance de resultados satisfatoriComo mencionado
anteriormente, esse trabalho faz uso dos conceiésenvolvidos por (SPOLAOR;
CHERMAN; MONARD, 2011) e (SPOLAOR, CHERMAN; MONARDLEE, 2013)
como critério para a reducdo das seguintes basemdies:bibitex CAL50Q corel5k

enron mediamill

Apbs a aplicagdo da reducdo de dimensionalidade bdaes multirrotulos citadas

anteriormente, segue a tabela ilustrativa com gsswalores para os atributos e rétulos.

N° Atributos Numéricos N° Atributos Discretos
Base Antes Depois Antes Depois
Bibtex 0 0 1836 781
CAL500 68 57 0 0
Corel5k 0 0 499 148
Enron 0 0 1001 376
Mediamill 120 79 0 0

Tabela 6.2

Tabela de bases de dados multirrétolmsdimensionalidade reduzida
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5.5) Configuracdo dos experimentos

Neste trabalho foram utilizados o0s seguintes pdaréasiepara cada métodos de
classificagdo multirrétulo proposto: SSBRr, SSLBERAELr, SSRAELdr, SSBRcr,
SSLPcr, SSRRELcr e SSRAELdcr.
» Classificadores Base
0o K-NNe SVM
» Percentual de dados rotulados inicialmente
0 25% e 75%
» Percentual de dados nao-rotulados para rotular
0 17% e 33.3%
» Fator de confidéncia
o 0.6,0.7,0.8e0.9

* Metodologia de validacdo cruzada
0 104old cross-validation
* Medidas de Avaliacao
o0 Biparticéo
= Hamming Loss, F-Measure e Accuracy
o Ranking
= One-Error, Average Precision e Ranking Loss
o Nivel de Confidéncia
= 95%
0 Teste Estatistico
= T-Test
o Limiar de importancia paraReliefF

= 0.01
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Com o objetivo de analisar os resultados apresesitgelos direferentes métodos
propostos, esse trabalho fez uso de testes dstaidDs testes estatisticos sao bastante
utilizados na literatura como mecanismos que apndxaidam experimentos e
comparacdes dos resultados. O teste estatistizadti por este trabalho foi o T-Teste,
na qual realiza a comparacgdes entre duas amoktigs ZINCIR, 2005), que neste caso
irA comparar a significancia dos resultados alcdoga partir das versde com e sem

parametro de confiabilidade.

5.6) Consideracdes Finais

Neste capitulo foram apresentados algumas dasipaiadases de dados multirrétulo
utilizada na literatura. Para o desenvolvimento tedegabalho, bem como os
experimentos, foram usadas as seguinte bases:&@m8tene, Genbase, Medical, Yeast,
Bibtex, CAL500, Corel5k, Enron e Mediamill. Tambémgste capitulo, foram
apresentadas algumas das principais métricas tiagi@ trés baseadas em biparticdo e
trés baseadas em ranking. Ademais, conceitos eritaigo de reducdo de
dimensionalidade foram apresentados neste trajpaltzoauxiliar na compreenséo desses
mecanismo. E, por fim, foi apresentado as confighea dos experimentos que foram

aplicadas para este trabalho.
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Capitulo 6

Resultados Experimentais

Como mencionado anteriormente, esse trabalho ukaesade um parametro de
confiabilidade em problemas de classificacdo madtilo com aprendizado
semissupervisionado. O objetivo é possibilitar aliaa do impacto desse parametro no
comportamento dos meétodos de classificacdo mulilocé na abordagem
semissupervisionada, cuja classificacdo das insiarseja baseada a partir mking
dos valores de confidéncia das instancias. Além didsrentes abordagens de
aprendizado, bem como os diferentes métodos deifcdagdo utilizados por esse
trabalho, os experimentos fizeram uso de diferepgga@metros, tais como: percentual
inicial de exemplos rotulados, percentual de exempéo-rotulados a cada iteracéo, fator
de confidéncia. Dessa maneira, uma analise emgaiceaalizada sobre as perspectivas
gerais e é dividida em oito partes, onde os métpdmyzsostos serdo comparados com 0S

meétodos correspondentes que ndo usam parametcosfibbilidade.

Nessa primeira parte, as proprocdes de exemplesohdados que deverdo ser rotulados
a cada iteracdo sdo de 17% e 33%. Cada represesegadada a partir dos percentuais
de dados rotulados inicialmente que sdo de 25%% Para cada parte desta analise,
serdo apresentados dois graficos estatisticos aldirdefinir qual método multirrétulo
semissupervisionado baseado no valor de confidéagiado, que apresentou o melhor
desempenho.

6.1) Percentual de 25% de dados rotulados iniciais
Nessa secdo serd apresentado os resultados pareétodos semissupervisionados

derivados do BR, LP, RAKEL e RAKELd com o percehtda dados rotulados

inicialmente de 25%.
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6.1.1) Meétodos baseados no SSBR

A Tabela 7.1 mostra o desempenho do SSBR, SSBRudlpa abordagem) além do
SSBRr e 0 SSBRcr (segunda abordagem) usando tadesi@ conjuntos de dados.
Nesta tabela, os resultados sédo apresentados us@isduoedidas de avaliacéo diferentes.
O melhor resultado obtido por cada método semisgigmEmado em cada medida esta
em negrito e, para definir o melhor resultado ewsemétodos em andlise, a célula
vencedora sera destacada com a cor cinza. Além, dissesultados mais significantes,
com base no teste estatistico t-test entre as emaakis melhores resultados dos métodos
com e sem parametro de confiabilidade, estdo $wddivs. Todos os resultados s&o
validos para o percentual de 25% dos dados inieialenrotulados. E importante ressaltar
que, para algumas métricas de avaliagdo, os melhresailtados foram obtidos com
valores préximos a zero, enquanto que, para oumkdtsicas, os melhores resultados
foram obtidos com valores proximos a um. Portaaim,lado de cada métrica, foi
adicionado o simbolo (o menor valor significa o0 melhor):go maior valor significa o

melhor) para representar o comportamento das ragtilie avaliagcao.

SSBF SSBR( SSBRI SSBFcr
17% [33.3%] 17% [33.3%| 17% [33.3%| 17% [33.3%
Measure EMOTIONS

HLssi | 0,240] 0,190| 0,225] 0,197| 0.211] 0.115| 0.212| 0.109
F-Mt | 0,53¢| 0,72¢] 0,54¢| 0,611 | 0.637 | 0.€85 | 0.€61 | 0.€77
Acct |0,430| 0,549| 0,472| 0,537 0.138| 0.609| 0.487| 0.609
1-Errl | 0,344] 0,268| 0,315] 0,264 | 0.443| 0.215| 0.308| 0.285
AvPrr | 0,746| 0,794| 0,755| 0,797 0.653| 0.873| 0.684| 0.797
RLosi | 0,224| 0,260| 0,220] 0,170| 0.249| 0.081| 0.289]| 0.082
GENBASE
HLssl | 0,003| 0,002| 0,003| 0,002| 0.006]| 0.001| 0.002| 0.001
F-M1 | 0,983]| 0,994| 0,883| 0,992| 0.338| 0.059| 0.318| 0.253
Acct ]0,969|0,987| 0,965| 0,980| 0.338| 0.059| 0.318] 0.253
1-Erry | 0,018| 0,004| 0,021| 0,005| 0.651| 0.791| 0.881| 0.958
AvPrt | 0,976| 0,992| 0,974| 0,993| 0.951| 0.996| 0.996| 0.730
RLos! |0,017)|0,018] 0,013] 0,019| 0.019] 0.014| 0.013| 0.014
MEDICAL
HLss: | 0,031] 0,022| 0,032] 0,021] 0.184| 0.197| 0.012| 0.021
F-Mr ]0,483] 0,394 0,457| 0,516] 0.579| 0.555| 0.724| 0.320
Acct |0,421| 0,569| 0,393| 0,572| 0.281| 0.704| 0.683| 0.316
1-Errl | 0,544] 0,344| 0,570| 0,350| 0.881| 0.884| 0.271| 0.435
AvPrr |0,523|0,673] 0,500| 0,672| 0.970| 0.904| 0.850| 0.920
RLosi |0,212]0,146| 0,227] 0,142| 0.207| 0.201| 0.124| 0.080
SCENE
HLssl | 0,120| 0,093] 0,120| 0,096| 0.126| 0.148| 0.086| 0.107
F-M1 | 0,366| 0,650| 0,383| 0,741| 0.741| 0.580| 0.586| 0.591
Acct |0,471|0,649]| 0,478| 0,630/ 0.654| 0.485| 0.583| 0.588
1-Erry | 0,315] 0,247 0,334| 0,257| 0.394| 0.492] 0.290| 0.294
AvPrr |0,803| 0,850| 0,792| 0,841| 0.556| 0.482| 0.885| 0.780
RLos! |0,133] 0,133] 0,139] 0,095] 0.187| 0.274] 0.103] 0.109
YEAST
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HLssi | 0,20z 0,197 | 0,20z | 0,194 | 0.20¢ | 0.175 | 0.173 | 0.20¢
F-M1 ]0,494]| 0,523| 0,548| 0,546| 0.575]| 0.581| 0.577| 0.570
Acct ]0,490| 0,523| 0,490| 0,522| 0.493| 0.502| 0.498] 0.490
1-Errl | 0,253] 0,238] 0,251| 0,230] 0.228| 0.252| 0.256| 0.281
AvPr1 | 0,736 0,759| 0,736| 0,762] 0.748| 0.745| 0.748| 0.744
RLosi | 0,209| 0,178| 0,209] 0,176| 0.186| 0.185| 0.183] 0.184

Tabela7.1  Desempenho dos métodos Multirrétulos, pada versdo do SSBR.

Pode-se observar a partir dos resultados extrgidias Tabela 7.1 que a utilizacdo do
parametro de confiabilidade no processo semissig@mado teve um impacto positivo
no desempenho de seus métodos. Para o método S&B&rpor sua vez, alcancou 13
entre 30 casos possiveis e, consequentemente, fmiétodo que teve o melhor
desempenho com cerca de 43% dos melhores resulEdasegundo lugar encontra-se o
método SSBRcr com 40% dos melhores resultadosejay acancou 12 entre 30 casos
possiveis. Os métodos sem parametros de confiadddicdlcancaram cerca de 20% dos
melhores casos, para 0 SSBR, e 13% dos melhores pasa o0 SSBRc. Destaca-se,
portanto, que dos seis conjuntos de dados, os p®tbdseados em parametros de
confiabilidade alcancaram a maioria dos melhoresiltalos nas basdsmotions e
Medical por exemplo, o uso do valor de confidéncia resukm uma melhoria no
desempenho do SSBR em todos os seis parametroslidegado. Esses resultados j4 eram
esperados, uma vez que os métodos SSBRr e SSBfen faso de uma técnica mais

elaborada na forma de identificar os exemplos pédados.

30 30 55
15 13 15 110 4
0 10
0
0 S/ Par. C/ Par.
Datasets Conf. Conf.
B SSBR M SSBRc m SSBRr M SSBRcr M Instancias Significancia

Figura 7.1  Analise dos métodos baseados no SSBR.

Analisando o percentual de melhores casos alcasgalos métodos que fizeram ou nao

uso do parametro de confiabilidade, pode-se destmeaos métodos que fizeram uso do
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parametro de confiabilidade alcancaram um percedei®3% (SSBRr e SSBRcr) dos
melhores casos possiveis comparado com 33% do®@melbasos para os métodos que
nao fizeram uso do parametro de confiabilidade (S8EBSBRc). Quanto aos resultados
alcancados a partir dos percentuais de exemplosondados que deverdo ser rotulados
a cada iteracao, que séo de 17% e 33.3%, a mdmsienétodos analisados obtiveram os
melhores resultados a partir do percentual de 3318%exemplos nao-rotulados que
deverdo ser rotulados a cada iteragdo com um peatete 67%, ou seja, 80 dos 120
possiveis casos comparados com o0 percentual degqig%oi 24%, ou seja, 29 dos 120

possiveis casos.

6.1.2) Meétodos baseados no SSLP

A Tabela 7.2 ilustra o desempenho dos métodos SSEPPc, SSLPr e SSLPcr usando
todos os cinco diferentes conjuntos de dados. Caranecionado anteriormente, todos
estes métodos foram avaliados utilizando-se sefsrros de avaliagdo diferentes, além
de um percentual de 25% de dados ndo rotulados €sta andlise, os melhores
resultados obtidos em cada métrica estdo destaeado®grito e, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com

sublinhado.

Analisando a Tabela 7.2, pode-se observar quanassino no método proposto anterior,
0s meétodos com parametro de confiabilidade alcantaresultados superiores
comparados aos resultados atingidos pelos métedoparametro de confiabilidade. Tal
constatacdo € observada pelo método que melhomges&o teve, que foi o SSLPcr
com 37% dos melhores casos com a maioria dos easdd dos 30 casos possiveis. Em
seguida, e de maneira bem equilibrada, vieram dedog SSLPc, SSLPr e SSPL com
30%, 24% e 20% dos melhores casos respectivampPettaca-se, portanto, o bom
desempenho alcancado pelo método SSLPc na baseldeStenepor atingir a maioria
dos casos. Outro aspecto interessante a ser otleegvque, para essas cinco bases de
dados multirrétulo analisadas, os métodos baseadoSSLP que tem valores de
confidéncia, ou seja, SSLPc e SSLPcr alcancarametisores dos 30 casos possiveis.
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Analisando, também, o percentual de melhores cakmscados pelos métodos que
fizeram ou ndo uso do parametro de confiabilidadde-se destacar que os métodos que
fizeram uso do parametro de confiabilidade alcaamanm percentual de 60% (SSLPr e
SSLPcr) dos melhores casos comparado com 40% dbsnege casos para 0s métodos
que nédo fizeram uso do parametro de confiabilidég®8LP e SSLPc). Quanto aos
resultados alcancados a partir dos percentuaigatepos ndo-rotulados que deverao ser
rotulados a cada iteracdo, que sdo de 17% e 3&a3¥%aioria dos métodos analisados
obtiveram os melhores resultados a partir do pawneeme 33.3% dos exemplos nao-
rotulados que deverdo ser rotulados a cada iteragaoum percentual de 72%, ou seja,
87 dos 120 possiveis casos comparados com o pasteet 17% que foi 24%, ou seja,

29 dos 120 possiveis casos.

SSLF SSLP¢ SSLPr SSLFcr
17% [33.3%] 17% [33.3%| 17% [33.3%| 17% [33.3%
Measure EMOTIONS

HLssi | 0,272] 0,235| 0,274] 0,242| 0.235] 0.245| 0.229| 0.233
F-Mr+ [0,572| 0,611] 0,580| 0,625| 0.622| 0.615| 0.638| 0.635
Acct |0,441| 0,520| 0,444| 0,500/ 0.512| 0.502| 0.527| 0.519
1-Errl | 0,431] 0,366| 0,450| 0,394| 0.740| 0.728| 0.733| 0.726
AvPr1 | 0,680| 0,723| 0,672| 0,708| 0.770| 0.770| 0.765| 0.776
RLosi |0,314| 0,277| 0,325] 0,286)| 0.617| 0.616| 0.632| 0.614
GENBASE
HLss! | 0,00z | 0,0€3 | 0,00¢ | 0,00z | 0.0C4 | 0.0C4 | 0.0C2 | 0.0C5
F-M1 |0,982]| 0,990| 0,982| 0,988| 0.734| 0.732| 0.753| 0.726
Acct |0,972| 0,984| 0,947| 0,977| 0.731| 0.731| 0.751| 0.726
1-Errt | 0,026 0,026| 0,040| 0,012| 0.007| 0.014| 0.003| 0.003
AvPr1 | 0,974| 0,981| 0,955| 0,983| 0.933] 0.919| 0.932| 0.926
RLos! | 0,015/ 0,011] 0,029] 0,019] 0.013] 0.011| 0.095| 0.096
MEDICAL
HLssl | 0,029 0,021 0,028| 0,020| 0.013| 0.014| 0.016| 0.015
F-M1 ]0,500] 0,641| 0,700| 0,723| 0.729| 0.706| 0.680| 0.690
Acct ]0,401|0,567| 0,425| 0,583] 0.519| 0.586| 0.404| 0.481
1-Erri | 0,589] 0,545| 0,559| 0,544| 0.474| 0.495| 0.445| 0.442
AvPr1 |0,452| 0,472| 0,467| 0,475| 0.263| 0.249| 0.295] 0.297
RLosI | 0,265| 0,339| 0,270] 0,346| 0.529| 0.530| 0.471] 0.466
SCENE
HLssi | 0,127] 0,096| 0,124| 0,094| 0.108| 0.107| 0.111| 0.109
F-Mt | 0,730| 0,748] 0,741| 0,748] 0.782| 0.785| 0.772| 0.780
Acct |0,626|0,715| 0,633| 0,720| 0.781| 0.783| 0.770| 0.772
1-Erry | 0,387 0,31¢ | 0,36¢ | 0,303 | 0.40z | 0.391] 0.39¢ | 0.39¢
AvPrr 10,723|0,766| 0,731| 0,771| 0.702| 0.709| 0.708| 0.710
RLosi |0,251] 0,219] 0,241] 0,215| 0.288| 0.279| 0.277| 0.274
YEAST
HLssl | 0,263 0,249 0,265] 0,245| 0.233] 0.233| 0.231| 0.232
F-M1 |0,481] 0,507| 0,567| 0,475] 0.592| 0.594| 0.596| 0.598
Acct |0,448|0,468| 0,442| 0,474| 0.486| 0.488| 0.487| 0.785
1-Erry | 0,331 0,329 0,322] 0,319| 0.868| 0.860| 0.874| 0.857
AvPrt | 0,647| 0,657 0,645| 0,663| 0.374| 0.375| 0.368| 0.377
RLost | 0,325| 0,313] 0,329] 0,308| 0.245] 0.281| 0.254| 0.284

Tabela 7.2  Desempenho dos métodos Multirrotulos, pada versdo do SSLP.
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Figura 7.2  Andlise dos métodos baseados no SSLP.

6.1.3) Meétodos baseados no SSRAKEL

A Tabela 7.3 apresenta o desempenho do SSRAKELAKESR, SSRAKELr e
SSRAKELcr, também usando cinco diferentes conjudiodados. Mais uma vez, todos
os resultados foram obtidos através do uso dersdiscas de avaliacao diferentes, além
do percentual de 25% de dados inicialmente rotsladkara essa comparacdo, 0S
melhores resultados obtididos em cada métrica estAoegrito e, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com

sublinhado.

Ao analisar o desempenho dos métodos derivadoSBAKEL na Tabela 7.3, € possivel
observar que os melhores resultados na maioriacagss, 17 dos 30 casos, foi obtido
pelo método SSRAKELr baseados no parametro deatnidade usandeanking ou
seja, um percentual de 57% dos melhores casos. digso, outro método baseado no
parametro de confiabilidade, o SSRAKELcr, tambéoargjou resultados satisfatorios,
atingindo o percentual de 24% dos melhores casoseja, 7 dos 30 casos possiveis. Ja o
método SSRAKEL e SSRAKELc, ambos alcancaram o mgmmentual de melhores
casos que foi representado por 16%, ou seja, B@a@asos possiveis foram alcancados
por esses dois métodos.

Analisando o percentual de melhores casos alcasgalos métodos que fizeram ou nao

uso do parametro de confiabilidade, pode-se destacatanto, que os métodos que
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fizeram uso do parametro de confiabilidade alcamamuum percentual de 80%
(SSRAKELr e SSRAKELcr) dos melhores casos compatado33% dos melhores casos
para 0s métodos que nado fizeram uso do parametrconfgabilidade (SSRAKEL e
SSRAKELc). Quanto aos resultados alcancados a pgagipercentuais de exemplos néo-
rotulados que deverao ser rotulados a cada itergg@osao de 17% e 33.3%, a maioria
dos métodos analisados obtiveram os melhores adsslia partir do percentual de 33.3%
dos exemplos nao-rotulados que deverdo ser rotadada iteragcdo com um percentual
de 67%, ou seja, 80 dos 120 possiveis casos codgsacam o percentual de 17% que

foi 39%, ou seja, 46 dos 120 possiveis casos.

SSRAKEL | SSRAKELc | SSRAKELr | SSRAKELcr
17% [33.3%] 17% [33.3%] 17% [33.3%| 17% [33.3%
Measure EMOTIONS
HLss! | 0,257| 0,248 0,240| 0,242 0.234] 0.233] 0.237| 0.229
F-M1 |0,418| 0,625| 0,610| 0,722| 0.642| 0.641| 0.622| 0.638
Acct | 0,471 0,492] 0,498 0,502| 0.520| 0.522| 0.508| 0.541
1-Erry | 0,406] 0,396 0,393] 0,398| 0.332| 0.340| 0.372| 0.344
AvPrt | 0,697 0,702 0,717 0,70¢ | 0.73¢ | 0.722 | 0.71¢ | 0.721
RLos. | 0,300] 0,294| 0,257| 0,289 0.275| 0.270| 0.279| 0.264
GENBASE
HLssl | 0,02(] 0,01¢ | 0,01¢| 0,01¢ | 0.010 | 0.011 | 0.019 | 0.018
F-M+t | 0,800/ 0,800| 0,800 0,800| 0.821| 0.797| 0.793| 0.811
Acct |0,528]| 0,544| 0,545| 0,544| 0.599| 0.599| 0.592| 0.597
1-Erry | 0,462] 0,439] 0,439] 0,441] 0.378] 0.378] 0.387| 0.371
AvPrt | 0,558] 0,571| 0,572| 0,571| 0.640| 0.643| 0.637| 0.638
RLos! | 0,370] 0,364| 0,363 0,363| 0.458| 0.460| 0.462| 0.461
MEDICAL
HLsst |0,140] 0,173] 0,027] 0,027] 0.023| 0.025| 0.023| 0.024
F-Mt | 0,100 0,200| 0,003| 0,003| 0.220| 0.222| 0.205| 0.216
Acct |0,189] 0,230] 0,003| 0,003] 0.215| 0.219] 0.202| 0.208
1-Errt | 0,758] 0,717] 0,952] 0.952| 0.726| 0.725| 0.733] 0.735
AvPr1 | 0,292] 0,320| 0,116/ 0,115 0.317| 0.330| 0.308| 0.318
RLos. | 0,387| 0,374| 0,322| 0,545| 0.371| 0.372] 0.375| 0.370
SCENE
HLsst | 0,579]0,636] 0,120] 0,115] 0.177] 0.160| 0.108] 0.118
F-Mt | 0,700| 0,758 0,433 0,433| 0.669| 0.664| 0.658| 0.670
Acct |0,607|0,669| 0,428| 0,451| 0.502| 0.508] 0.625| 0.632
1-Errt | 0,35¢|0,29¢ | 0,475 | 0,45< | 0.224 | 0.224| 0.259| 0.258
AvPrt | 0,748]0,784| 0,663| 0,679| 0.817| 0.822| 0.840] 0.841
RLosl |0,214| 0,187 0,295| 0,277| 0.219] 0.217| 0.217| 0.218
YEAST
HLsst | 0,023] 0,022| 0,288] 0,289 0.225| 0.227]| 0.227] 0.229
F-Mt |0,532]| 0,538] 0,265| 0,057| 0.547| 0.540] 0.545| 0.546
Acct | 0,346 0,350| 0,089| 0,072] 0.399| 0.399] 0.396| 0.398
1-Erry | 0,332] 0,338 0,738] 0,746 0.264| 0.260| 0.261| 0.255
AvPri | 0,581| 0,580| 0,468| 0,462| 0.610| 0.617| 0.608| 0.608
RLosi |0,415]|0,417] 0,493 0,500| 0.396| 0.399] 0.400| 0.417

Tabela7.3  Desempenho dos métodos Multirrotulas, fmala versdo do SSRAKEL.
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Figura 7.3  Analise dos métodos baseados no SSRAKEL.

6.1.4) Meétodos baseados no SSRAKELd

A Tabela 7.4 apresenta o desempenho do SSRAKELRAIES dc, SSRAKELdr e
SSRAKELdcr, também usando cinco diferentes confudéodados. Mais uma vez, todos
os resultados foram obtidos através do uso dersdiscas de avaliacdo diferentes, além
do percentual de 25% de dados inicialmente rotgladkara essa comparacdo, 0S
melhores resultados obtididos em cada métrica estAoegrito e, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com

sublinhado.

Ao analisar o desempenho dos métodos baseados EERAa Tabela 7.4, é possivel
observar que os melhores resultados na maioriacagss, 13 dos 30 casos, foi obtido
pelo método SSRAKELdcr baseados no parametro debiidlade usandeanking ou
seja, um percentual de 43% dos melhores casos. digso, outro método baseado no
parametro de confiabilidade, o SSRAKELdr, tambéparajou resultados satisfatorios,
atingindo o percentual de 27% dos melhores casoseja, 8 dos 30 casos possiveis. Ja o
método SSRAKELd, este, por sua vez, alcancou eptral de 30% dos melhores casos
com 9 dos 30 possiveis casos e, por ultimo, o métqde apresentou o pior desempenho
foi 0 SSRAKELdAc com apenas 13% dos melhores camosseja, 4 dos 30 casos

possiveis.
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SSRAKELd | SSRAKELdc | SSRAKELdr | SSRAKELdcr
17% [33.3%] 17% [33.3%] 17% [33.3%| 17% [33.3%
Measure EMOTIONS
HLss. | 0,258] 0,246 0,267 0,250| 0.225| 0.227| 0.229| 0.223

F-Mt | 0,618] 0,627| 0,590| 0,608| 0.555| 0.548| 0.697| 0.545

Acct |0,473|0,489| 0,460| 0,489| 0.473| 0.477| 0.489| 0.455

1-Em | 0,397|0,376| 0,399| 0,379| 0.539] 0.540| 0.593| 0.587

AvPrr 10,694|0,708| 0,689 0,707| 0.733| 0.777]| 0.771| 0.778

RLos! | 0,305| 0,296| 0,304] 0,295] 0.353] 0.352] 0.446]| 0.476
GENBASE

HLssl | 0,013| 0,011] 0.019] 0.191| 0.016] 0.016| 0.010| 0.018

F-M1 10,984| 0,990| 0.937| 0.833| 0.739]| 0.740| 0.724| 0.722

Acct |0,966|0,981| 0.545| 0.544| 0.738| 0.741| 0.723] 0.722

1-Erri 10,1921 0,13 | 0.43¢| 0.442| 0.181| 0.197 | 0.237| 0.231

AvPr1 | 0,974| 0,988| 0.572| 0.570| 0.828| 0.833| 0.782| 0.788

RLost | 0,014 0,016] 0.363] 0.364| 0.007| 0.007| 0.086] 0.093
MEDICAL

HLssi | 0,025] 0,020{ 0.027| 0.365] 0.021| 0.023| 0.022| 0.020

F-M1 ]0,333] 0,294| 0.003| 0.001| 0.350| 0.350| 0.339| 0.341

Acct |0,338]| 0,241]| 0.002| 0.001| 0.343| 0.343| 0.334| 0.334

1-Errl | 0,560] 0,435| 0.015| 0.970| 0.567| 0.599| 0.564| 0.569

AvPrr 10,512|0,612] 0.950| 0.114| 0.509| 0.512| 0.519| 0.560

RLosi | 0,155] 0,112] 0.544] 0.545| 0.123| 0.121| 0.110| 0.113
SCENE

HLssl | 0,116| 0,107| 0.115] 0.122| 0.108| 0.107| 0.108| 0.106

F-M1 | 0,863| 0,765] 0.516| 0.466| 0.658| 0.658| 0.658| 0.659

Acct |0,625| 0,653| 0.468| 0.421| 0.652| 0.650| 0.652| 0.678

1-Erry | 0,355] 0,329| 0.429| 0.467| 0.359| 0.359 0.359 0.360

AvPrt | 0,762| 0,670| 0.699| 0.671| 0.740| 0.739| 0.742| 0.747

RLos! | 0,170| 0,189] 0.258] 0.287] 0.117| 0.219] 0.215] 0.222
YEAST

HLssi | 0,260] 0,254| 0.289| 0.281] 0.212| 0.209| 0.211| 0.207

F-M1 ]0,527| 0,528| 0.057| 0.083| 0.597| 0.602| 0.604| 0.611

Acct |0,45(] 0,45¢ | 0.06¢ | 0.08¢< | 0.49¢ | 0.507 | 0.504 | 0.51¢
1-Errl | 0,406| 0,450| 0.886| 0.854| 0.450| 0.477| 0.482| 0.484
AvPr1 | 0,639 0,645| 0.445| 0.441| 0.560| 0.563| 0.561| 0.566
RLosi | 0,304| 0,283| 0.508] 0.509| 0.224| 0.381| 0.348] 0.331

Tabela7.4  Desempenho dos métodos Multirrotulasy pada versdo do SSRAKELd.
Analisando o percentual de melhores casos alcasgalos métodos que fizeram ou nao
uso do parametro de confiabilidade, pode-se destpcatanto, que os métodos que
fizeram uso do parametro de confiabilidade alcamamum percentual de 70%
(SSRAKELr e SSRAKELcr) dos melhores casos compatado43% dos melhores casos
para os métodos que nado fizeram uso do parametrconfgabilidade (SSRAKEL e
SSRAKELCc). Quanto aos resultados alcancados a pdagipercentuais de exemplos ndo-
rotulados que deverao ser rotulados a cada itergg@osao de 17% e 33.3%, a maioria
dos métodos analisados obtiveram os melhores adsslia partir do percentual de 33.3%
dos exemplos nao-rotulados que deverédo ser rotugdada iteracdo com um percentual
de 59%, ou seja, 71 dos 120 possiveis casos codgsacam o percentual de 17% que

foi 47%, ou seja, 57 dos 120 possiveis casos.
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Figura7.4  Analise dos métodos baseados no SSRAKELd

6.2) Percentual de 75% de dados rotulados iniciais

Assim como na Secdo 7.1, esta secdo apresentarésokados para os métodos
semissupervisionados derivados do BR, LP, RAKELAXE.d com o percentual de

dados rotulados inicialmente de 75%.

6.2.1) Métodos baseados no SSBR

A Tabela 7.5 mostra o desempenho do SSBR, SSBRue€lpa abordagem) além do
SSBRr e 0 SSBRcr (segunda abordagem) usando tedoesi@ap conjuntos de dados.
Nesta tabela, os resultados sao apresentados useinduedidas de avaliacdo diferentes.
O melhor resultado obtido em cada medida esta egritmes, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com
sublinhado.

Estes resultados séo validos para o percentuéd%edos dados inicialmente rotulados.

SSBF SSBR« SSBRI SSBFcr
17% [33.3%] 17% [33.3%] 17% [33.3%| 17% [33.3%
Measure EMOTIONS

HLss: [ 0,30¢ [ 0,30¢ | 0,30¢ [ 0,30¢ [ 0.18¢] 0.24% [ 0.19¢ [ 0.19¢
F-Mt |0,015] 0,009] 0,012] 0,009] 0.622] 0.562] 0.627] 0.623
Acc1 | 0,018] 0,009] 0,012] 0,009] 0.564] 0.441] 0.541] 0.539
1-Err. | 0,077/ 0,381] 0,398] 0,384] 0.275| 0.431] 0.261] 0.276
AvPr1 | 0,736/ 0,726] 0,711] 0,727] 0.801] 0.675] 0.801] 0.800
RLos. | 0,242]0,252]0,275] 0,255 0.159] 0.316] 0.162] 0.161
GENBASE

HLss: | 0,001] 0,002] 0,001] 0,004] 0.005] 0.004] 0.002] 0.001
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F-Mt | 0,992 0,98¢| 0,997 | 0,98¢ | 0.9€7 | 0.€92 | 0.9€0 | 0.9¢5
Acct |0,984|0,981]| 0,987| 0,981 0.986| 0.992| 0.978| 0.995
1-Errt | 0,006| 0,004| 0,004| 0,001| 0.014]| 0.008| 0.001| 0.005
AvPrr 10,990|0,991| 0,992| 0,991 0.980| 0.977] 0.980| 0.999
RLosi | 0,003| 0,002| 0,002]| 0,002 0.005| 0.004| 0.003| 0.004
MEDICAL
HLssl | 0,021 0,021] 0,021| 0,021| 0.013| 0.014| 0.017| 0.016
F-M1 | 0,559| 0,557| 0,580| 0,461| 0.753| 0.622| 0.408| 0.593
Acct ]0,460| 0,459| 0,491| 0,466| 0.685| 0.580| 0.407| 0.481
1-Erry | 0,459 0,456 0,418] 0,442| 0.274] 0.301| 0.309| 0.312
AvPrt | 0,574| 0,572| 0,606 0,585| 0.771| 0.777| 0.767| 0.780
RLos! |0,207|0,211] 0,187] 0,205] 0.091] 0.081| 0.054| 0.079
SCENE
HLssi | 0,093] 0,093| 0,091| 0,092| 0.091| 0.087| 0.091| 0.087
F-Mr ]0,641|0,741| 0,747| 0,650| 0.667| 0.772| 0.667| 0.772
Acct |0,629| 0,625| 0,652| 0,637 0.662| 0.659| 0.668| 0.677
1-Errl | 0,241] 0,243] 0,242| 0,236| 0.242| 0.255| 0.248] 0.266
AvPrr |0,854| 0,853] 0,853 0,858 0.853| 0.855| 0.851| 0.859
RLosi | 0,087| 0,088] 0,088] 0,084| 0.088| 0.087| 0.089| 0.084
YEAST
HLssl | 0,207 0,209| 0,195| 0,201| 0.249] 0.228| 0.195| 0.207
F-M1 |0,581| 0,566| 0,647| 0,614| 0.573| 0.577| 0.608| 0.623
Acct |0,430|0,411] 0,516| 0,473| 0.432| 0.451| 0.524| 0.525
1-Erry | 0,241 0,244] 0,231 0,236| 0.409| 0.418| 0.236| 0.244
AvPrr 10,759|0,753] 0,764 0,762| 0.602| 0.645| 0.761| 0.750
RLost |0,177)|0,185]| 0,173] 0,174] 0.339| 0.287] 0.176]| 0.182

Tabela7.5 Desempenho dos métodos Multirrotulas, pada versédo do SSBR.

Pode-se observar a partir dos resultados extraidlas Tabela 7.5 que a utilizagdo do
parametro de confiabilidade no processo semissigmmmado teve um impacto bastante
positivo no desempenho de seus métodos. Para adon&BBRr, este, por sua vez,
alcancou 12 entre 30 casos possiveis e, consequarie foi um dos métodos que teve
um desempenho satisfatorio a partir do percenteall@o dos melhores resultados
alcancados. Em seguida, podemos destacar o melkemgenho para o método SSBRcr
com 47% dos melhores resultados, ou seja, alcahdoentre 30 casos possiveis. Os
meétodos sem parametros de confiabilidade alcanceeara de 36% dos melhores casos,
para o0 SSBRc, e 6% dos melhores casos para o IxBRica-se, portanto, que dos seis
conjuntos de dados, os métodos baseados em pavardetconfiabilidade alcancaram a
maioria dos melhores resultados nas b&sastions GenbaseMedical e Scene Esses
resultados ja eram esperados, haja vista que axlo®SSBRr e SSBRcr fazem uso de

uma técnica mais elaborada na forma de identifisaxemplos ndo-rotulados.

Analisando o percentual de melhores casos alcasgalos métodos que fizeram ou nao
uso do parametro de confiabilidade, pode-se destmeaos métodos que fizeram uso do
parametro de confiabilidade alcangaram um perckdei®87% (SSBRr e SSBRcr) dos

melhores casos possiveis comparado com 43% do®@melbasos para os métodos que
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nao fizeram uso do parametro de confiabilidade S8EBESBRc). Quanto aos resultados
alcancados a partir dos percentuais de exemplosondados que deverdo ser rotulados
a cada iteracdo, que séo de 17% e 33.3%, a mdmsienétodos analisados obtiveram os
melhores resultados a partir do percentual de 16% ekemplos nao-rotulados que
deverdo ser rotulados a cada iteracdo com um peatete 65%, ou seja, 78 dos 120
possiveis casos comparados com o percentual d& 218 foi 40%, ou seja, 49 dos 120

possiveis casos.

30 30 26
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5 2 0
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Datasets Conf. Conf.
B SSBR M SSBRc m SSBRr M SSBRcr M Instancias Significancia

Figura 7.5  Analise dos métodos baseados no SSBR.

6.2.2) Meétodos baseados no SSLP

A Tabela 7.6 ilustra o desempenho dos métodos SSEPPc, SSLPr e SSLPcr usando
todos os cinco diferentes conjuntos de dados. Caoroecionado anteriormente, todos
estes métodos foram avaliados utilizando-se sefsrros de avaliagdo diferentes, além
de um percentual de 75% de dados ndo rotulados €sta analise, os melhores
resultados obtidos em cada métrica estdo destaeado®grito e, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com
sublinhado. Estes resultados séo validos paracempieral de 75% dos dados inicialmente

rotulados.

Ao verificar a Tabela 7.6, pode-se observar qusinaxomo no método proposto
anterior, os métodos com parametro de confiabiédaldancaram resultados superiores
comparados aos resultados atingidos pelos métedoparametro de confiabilidade. Tal
constatacdo pode ser observada pelo método quemu#sempenho teve, que foi 0
SSLPr com 50% dos melhores casos com a maioriacaess em 15 dos 30 casos
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possiveis. Em seguida, e de maneira equilibradsiami os métodos SSLPcr, SSLP e

SSPLc com 30%, 20% e 13% dos melhores casos respeente..

Analisando o percentual de melhores casos alcasgados métodos que fizeram ou ndo
uso do parametro de confiabilidade, pode-se destaeaos métodos que fizeram uso do
parametro de confiabilidade alcancaram um percka@i@0% (SSLPr e SSLPcr) dos

melhores casos comparado com 33% dos melhores pasasos métodos que nao

fizeram uso do parametro de confiabilidade (SSLBS&Pc). Quanto aos resultados
alcancados a partir dos percentuais de exemplosondados que deverdo ser rotulados
a cada iteracao, que séo de 17% e 33.3%, a mdmsienétodos analisados obtiveram os
melhores resultados a partir do percentual de 3318% exemplos nao-rotulados que
deverdo ser rotulados a cada iteragdo com um peatete 55%, ou seja, 66 dos 120
possiveis casos comparados com 0 percentual dequ@%oi 41%, ou seja, 50 dos 120

possiveis casos.

SSLF SSLPc¢ SSLPr SSLFcr
17% [33.3%| 17% [33.3%| 17% [33.3%| 17% [33.3%
Measure EMOTIONS

HLssl | 0,252 0,231 0,254 0,248| 0.210| 0.212] 0.214| 0.215
F-M1 ]0,660| 0,625| 0,686| 0,550| 0.684| 0.681| 0.668| 0.672
Acct ]0,484|0,513| 0,475| 0,491| 0.568| 0.572| 0.551| 0.545
1-Erry | 0,414| 0,389 0,398| 0,406| 0.667| 0.691| 0.649| 0.653
AvPr1 | 0,693| 0,713| 0,695| 0,701| 0.711] 0.729| 0.718] 0.722
RLost | 0,302 0,277] 0,310] 0,291] 0.579] 0.581] 0.566]| 0.570
GENBASE
HLssi | 0,001]| 0,002| 0,001| 0,004| 0.005| 0.004| 0.005| 0.003
F-M1 ]0,992| 0,892| 0,990| 0,990| 0.946| 0.946| 0.982| 0.996
Acct |0,983|0,976]| 0,983| 0,981 0.946| 0.945| 0.948| 0.995
1-Errl | 0,022] 0,022| 0,018| 0,021] 0.049| 0.037| 0.048| 0.037
AvPrr 10,977 0,975| 0,980| 0,977| 0.939| 0.985| 0.940| 0.971
RLosi | 0,015] 0,015] 0,012] 0,014| 0.047| 0.042| 0.045] 0.041
MEDICAL
HLssl | 0,021| 0,025] 0,024| 0,027| 0.019] 0.018| 0.020| 0.018
F-M1 | 0,004| 0,008]| 0,004| 0,003| 0.610| 0.617| 0.599| 0.608
Acct |0,004| 0,008| 0,004| 0,003]| 0.594| 0.603| 0.586| 0.591
1-Erry | 0,951 0,949 0,952| 0,953| 0.622| 0.667| 0.650| 0.611
AvPrt 10,117| 0,119| 0,115| 0,116 0.401| 0.425| 0.373| 0.407
RLost | 0,543]| 0,541| 0,544] 0,545] 0.428| 0.433] 0.451] 0.442
SCENE
HLssi | 0,145] 0,145| 0,135] 0,136] 0.096| 0.099| 0.097| 0.098
F-Mt ]0,283] 0,100| 0,200| 0,300| 0.719] 0.722| 0.714| 0.725
Acct |0,242]0,247] 0,324 0,328 | 0.717 | 0.70¢ | 0.71Z | 0.71¢
1-Errl | 0,678] 0,686] 0,633| 0,634| 0.329| 0.331] 0.330] 0.335
AvPr1 | 0,522| 0,514| 0,550 0,552| 0.754| 0.755| 0.753| 0.758
RLosi |0,422| 0,435| 0,409] 0,407| 0.234| 0.237| 0.234| 0.238
YEAST
HLssi | 0,245] 0,246| 0,246| 0,246| 0.220| 0.223| 0.220| 0.224
F-M1 |0,517] 0,498| 0,501| 0,499| 0.623| 0.625| 0.626| 0.620
Acct |0,477|0,479]| 0,474| 0,470| 0.517| 0.508| 0.518]| 0.522
1-Em | 0,320{ 0,316 0,320] 0,327| 0.832] 0.835| 0.834| 0.842
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AvPrt | 0,662 | 0,66 | 0,662 | 0,6€1 | 0.39% | 0.40z | 0.39( | 0.41¢
RLosi |0,310] 0,307| 0,309] 0,308]| 0.630| 0.639| 0.634| 0.646

Tabela7.6  Desempenho dos métodos Multirrétulos, pada versdo do SSLP.
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Figura 7.6 Analise dos meétodos baseados no SSLP.

6.2.3) Métodos baseados no SSRAKEL

A Tabela 7.7 apresenta o desempenho do SSRAKELAKER, SSRAKELr e
SSRAKELcr, também usando cinco diferentes conjudeodados. Mais uma vez, todos
os resultados foram obtidos através do uso ders#iscas de avaliagdo diferentes, além
do percentual de 75% de dados inicialmente rotgladtara essa comparagéo, 0S
melhores resultados obtididos em cada métrica esténegrito e, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com
sublinhado. Estes resultados séo validos paracempieral de 75% dos dados inicialmente

rotulados.

A partir do processo de analise dos resultadogserdpenho dos métodos derivados do
SSRAKEL, na Tabela 7.7, atingiram os melhores tadas na maioria dos casos em, 15
dos 30 casos dos possiveis casos, pelo método $ERAlou seja, 50% dos melhores
casos, enquanto que o método SSRAKELr obteve, aios730 possiveis casos, um
percentual de 23% dos melhores casos. Esses méindmsm uso do parametro de
confiabilidade baseado manking dos valores de confidéncia das instancias. Apssses

resultados, destaca-se, também, o bom desempenhweiolo SSRAKELc, pois este
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alcancou um desempenho proximo ao método baseaqm&metro de confiabilidade.
O resultado alcancado pelo SSRAKELc foi em 6 dopd@Xiveis casos, 0 que significa
um percentual de 20% dos melhores casos. Por tlémos o método do SSRAKEL com

2 dos 30 melhores casos e um percentual de 6% elbsmes casos.

SSRAKEL | SSRAKELc | SSRAKELr | SSRAKELcr
17% [33.3%] 17% [33.3%] 17% [33.3%| 17% [33.3%
Measure EMOTIONS
HLsst | 0,267] 0,267 0.241] 0.256| 0.206| 0.208| 0.207| 0.209
F-Mt [0,578| 0,578] 0.631]| 0.670| 0.685| 0.663| 0.659| 0.641
Acct |0,458|0,459] 0.501| 0.479] 0.564| 0.538| 0.558| 0.543
1-Err, | 0,419] 0,418| 0.408| 0.418| 0.315| 0.329] 0.421| 0.398
AvPr1 | 0,686| 0,686 0.701| 0.692| 0.753| 0.723| 0.692| 0.707
RLosi |0,31f] 0,311 0.28€ | 0.307 | 0.247 | 0.27¢| 0.30( | 0.30¢
GENBASE
HLss: | 0,020/ 0,020 0.081| 0.083] 0.021| 0.025| 0.019| 0.024
F-Mt | 0,80C | 0,70C | 0.83( | 0.827| 0.27% | 0.271] 0.287| 0.27¢
Acct |0,530| 0,531| 0.990| 0.984| 0.266| 0.265| 0.269| 0.267
1-Erry | 0,454 0,455| 0.008| 0.009| 0.679| 0.677| 0.668| 0.653
AvPrt | 0,560| 0,561| 0.981| 0.984| 0.985| 0.972| 0.970| 0.966
RLos! | 0,369 0,368| 0.377| 0.378] 0.356| 0.357| 0.352| 0.355
MEDICAL
HLss. | 0,158 0,158 0.027]| 0.028| 0.021| 0.020| 0.021| 0.019
F-M1 |0,100| 0,200| 0.051| 0.039| 0.275| 0.277] 0.281| 0.290
Acct |0,210]0,211] 0.052| 0.039] 0.265| 0.266| 0.269| 0.271
1-Errl | 0,735 0,734 0.825| 0.832| 0.679| 0.680| 0.668| 0.670
AvPr1 | 0,310| 0,312| 0.365| 0.341| 0.364| 0.359| 0.370| 0.362
RLosi | 0,376/ 0,378] 0.185| 0.207| 0.358] 0.367] 0.352| 0.363
SCENE
HLss. | 0,578/ 0,578 0.175| 0.119] 0.157| 0.122| 0.096| 0.108
F-M1 | 0,558| 0,581| 0.023| 0.477| 0.726] 0.730| 0.716| 0.781
Acct | 0,606| 0,683] 0.022| 0.587| 0.561| 0.604| 0.707| 0.723
1-Erry | 0,363] 0,363 0.733] 0.382] 0.368| 0.311] 0.260| 0.239
AvPrt | 0,738]| 0,717 0.527| 0.728| 0.758| 0.799| 0.811| 0.834
RLosl |0,232|0,231] 0.325| 0.227| 0.181] 0.183] 0.161| 0.179
YEAST
HLss: |0,021| 0,022| 0.245| 0.246| 0.255| 0.246| 0.219| 0.222
F-M1 | 0,490| 0,492| 0.473| 0.473| 0.419] 0.425| 0.462| 0.449
Acct |0,34¢]0,348 | 0.47¢| 0.464| 0.34% | 0.347 | 0.41( | 0.40¢
1-Errl | 0,334] 0,335 0.422| 0.462| 0.300| 0.272| 0.259| 0.255
AvPr1 | 0,580| 0,582| 0.647| 0.658| 0.598| 0.602| 0.618| 0.729
RLosi |0,418| 0,419] 0.370] 0.265| 0.392| 0.390| 0.387| 0.377

Tabela 7.7  Desempenho dos métodos Multirrotulas, fmala versdo do SSRAKEL.

Analisando o percentual de melhores casos alcasgalos métodos que fizeram ou nao
uso do parametro de confiabilidade, pode-se destpcatanto, que os métodos que
fizeram uso do parametro de confiabilidade alcamamum percentual de 73%
(SSRAKELr e SSRAKELcr) dos melhores casos compatado26% dos melhores casos
para os métodos que nado fizeram uso do parametrconfgabilidade (SSRAKEL e

SSRAKELc). Quanto aos resultados alcangcados a pgagipercentuais de exemplos néo-
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rotulados que deverao ser rotulados a cada itergg@osao de 17% e 33.3%, a maioria
dos métodos analisados obtiveram os melhores adsslta partir do percentual de 17%
dos exemplos nao-rotulados que deverdo ser rotadada iteragcdo com um percentual
de 59%, ou seja, 71 dos 120 possiveis casos codagzacam o percentual de 33.3% que

foi 48%, ou seja, 58 dos 120 possiveis casos.
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Figura 7.7  Analise dos métodos baseados no SSRAKEL.

6.2.4) Métodos baseados no SSRAKELd

A Tabela 7.8 apresenta o desempenho do SSRAKELRAKS dc, SSRAKELdr e
SSRAKELdcr, também usando cinco diferentes confudéodados. Mais uma vez, todos
os resultados foram obtidos através do uso ders#iscas de avaliagdo diferentes, além
do percentual de 75% de dados inicialmente rotgladtara essa comparagdo, 0S
melhores resultados obtididos em cada métrica esténegrito e, para definir o melhor
resultado entre os métodos em andlise, a célulzedera sera destacada com a cor cinza.
Além disso, os resultados estatisticamente maisifisigntes foram marcados com
sublinhado. Estes resultados séo validos paracempieral de 75% dos dados inicialmente

rotulados.

Ao analisar o desempenho dos métodos baseados EERAa Tabela 7.8, é possivel
observar que os melhores resultados na maioriacasss, 13 dos 30 casos, foi obtido
pelo método SSRAKELdr, ou seja, com um percente@3¥% dos melhores casos. Além
disso, outro método baseasdo no parametro de bowfee, o SSRAKELdcr, também
algancou resultados satisfatorios, atingindo ogretal de 27% dos melhores casos, ou
seja, 8 dos 30 casos possiveis. J& 0 método SSRI&kEkte, por sua vez, alcangou o
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percentual de 23% dos melhores casos com 7 do®s¥ivpis casos e, por ultimo, o
métodos que apresentou o pior desempenho foi o BSRAcom apenas 16% dos
melhores casos, ou seja, 5 dos 30 casos possiveis.

SSRAKELd | SSRAKELdc | SSRAKELdr [SSRAKELdcr
17% [33.3%] 17% [33.3%| 17% [33.3%| 17% [33.3%
Measure EMOTIONS
HLss, | 0,259] 0,259] 0.241] 0.245]| 0.207| 0.206| 0.203| 0.205
F-M1 |0,613]| 0,602| 0.634| 0.783| 0.659| 0.655| 0.644| 0.646
Acct | 0,470| 0,476| 0.502| 0.494| 0.555| 0.552| 0.544| 0.547
1-Errl | 0,422] 0,436] 0.395] 0.381| 0.421| 0.429| 0.430| 0.440
AvPr1 | 0,651 0,686 0.713| 0.702| 0.692| 0.685| 0.677| 0.680
RLos! |0,281] 0,300] 0.264| 0.274] 0.200| 0.312] 0.319] 0.333
GENBASE
HLss. | 0,004| 0,002| 0.002| 0.003| 0.004| 0.007| 0.004| 0.008
F-M1 |0,955]| 0,982]| 0.991] 0.893] 0.950| 0.952| 0.945| 0.951
Acct |0,947| 0,967 0.97¢ | 0.017 | 0.95( | 0.967 | 0.95: | 0.95¢
1-Erry | 0,010{ 0,017] 0.017] 0.016] 0.021| 0.024| 0.008| 0.009
AvPr1 0,974 0,977] 0.985] 0.975]| 0.970| 0.977| 0.972] 0.983
RLos, |0,012]0,017] 0.009]| 0.014| 0.010| 0.009| 0.014| 0.013
MEDICAL
HLss, | 0,022] 0,024] 0.027] 0.029] 0.021| 0.023| 0.021| 0.026
F-M1 | 0,357| 0,300| 0.030{ 0.035| 0.336| 0.325| 0.281| 0.274
Acct |0.381]0,371] 0.030] 0.035] 0.324] 0.311] 0.281] 0.272
1-Errt | 0,533] 0,528] 0.790] 0.802]| 0.557| 0.595| 0.777] 0.498
AvPr1 0,530 0,537 0.350| 0.353]| 0.541| 0.487| 0.370| 0.344
RLos! |0,152| 0,154] 0.192] 0.187| 0.121| 0.205] 0.352] 0.370
SCENE
HLss, |0,109]0,122] 0.136] 0.128] 0.092| 0.117| 0.922| 0.945
F-M1 | 0,554( 0,581 0.383| 0.650| 0.711| 0.682| 0.696| 0.688
Acct | 0,554| 0,583] 0.552| 0.587| 0.707] 0.660| 0.694| 0.674
1-Errt | 0,389] 0,395] 0.412] 0.739] 0.292| 0.283| 0.297| 0.291
AvPri | 0,714] 0,722 0.714] 0.400| 0.794| 0.799] 0.797] 0.798
RLos! | 0,242]0,254]0.24(| 0.181] 0.17( | 0.16¢ | 0.12F | 0.12(
YEAST
HLss, | 0,259] 0,252| 0.245] 0.241| 0.205| 0.202| 0.191| 0.184
F-M1 | 0,45¢| 0,466 | 0.53¢ | 0.47% | 0.631 | 0.62i | 0.60( | 0.59¢
Acct |0,451]0,467] 0.483] 0.484] 0.525| 0.526| 0.531]| 0.533
1-Erry | 0,419] 0,433] 0.408] 0.394] 0.337] 0.352 0.369| 0.377
AvPr1 | 0,647| 0,671 0.658| 0.659| 0.639| 0.632| 0.627| 0.635
RLost | 0,293] 0,299/ 0.298] 0.289] 0.297| 0.301] 0.305] 0.313

Tabela 7.8  Desempenho dos métodos Multirrotulas, pada versdo do SSRAKELd.

Seguindo o mesmo paradigma de analise, observaese gercentual de melhores casos
alcancados pelos métodos que fizeram ou ndo upardmetro de confiabilidade, pode-
se destacar, portanto, que os métodos que fizesandaol parametro de confiabilidade
alcancaram um percentual de 70% (SSRAKELr e SSRAKEHos melhores casos
comparado com 40% dos melhores casos para os reétpoo ndo fizeram uso do
parametro de confiabilidade (SSRAKEL e SSRAKELa)aqto aos resultados alcancados
a partir dos percentuais de exemplos nao-rotulages deverdo ser rotulados a cada

iteracdo, que sdo de 17% e 33.3%, a maioria dosdo®tanalisados obtiveram o0s
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melhores resultados a partir do percentual de 18% ekemplos nao-rotulados que
deverdo ser rotulados a cada iteragdo com um peatete 54%, ou seja, 65 dos 120
possiveis casos comparados com o percentual d& 218 foi 46%, ou seja, 56 dos 120

possiveis casos.
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W SSRAKELd M SSRAKELdC Conf. Conf.

SSRAKELdr m SSRAKELdcr M Instancias Significancia

Figura7.8  Analise dos métodos baseados no SSRAKELd

6.3) Analise de desempenho entre métodos Semisssipaados

Com o objetivo de também analisar o desempenharsiisdos a partir de uma nova
perspectiva — quanto ao percentual de dados imeigk rotulados —, € apresentado neste
topico a analise gréfica dos resultados obtido®spehétodos semissupervisionados
derivados do SSBR, SSLP, SSRAKEL e SSRAKELd querdimn, ou ndo, uso do
parametro de confiabilidade.

Segundo os resultados apresentados nos grafico® aégossivel observar que, de um
modo geral, os métodos que fazem uso de paramidtresnfiabilidade concentram a
maioria dos melhores resultados, tanto em um perakede 25% de dados inicialmente
rotulados, quanto o limiar de 75% de dados tambgitialmente rotulados. Isso
significa, portanto, que os métodos apresentadste neabalho possuem um potencial
bastante positivo quanto a classificacdo de dadalirmtulos em problemas de

aprendizado semissupervisionado.
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Os gréficos apresentados mostram que, a partioogparacdo entre os percentuais de
dados inicialmente rotulados, os métodos baseaasarsdes com fator de confidéncia,
SSBRc, SSBRcr, SSRAKELc e SSRAKELcr, alcancarammelhores resultados quando

o percentual de dados inicialmente rotulados ef.7%5 os métodos baseados nas

Andlise de desempenho entre métodossSeparvisionados
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versdes sem fator de confidéncia, SSBR, SSBRr, $6RA SSRAKELr, alcancaram

melhores resultados quando o percentual de dadaslnmente rotulados era 25%. Para
as versdes dos métodos SSLP e SSRAKELd, estesuparez, apresentaram resultados
bem equilibrados quanto aos percentuais de 25 e V&¥o tais diferencas, percebe-se,
portanto, que o fator de confidénatatem melhor desempenho quando, dentre um
conjunto de dados multirrétulo semissupervisionadpercentual de dados inicialmente

rotulados é maior.
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6.4) Resultados experimentais: Reducdo de dimeaigiade

Nesta secdo sera apresentado uma andlise comaarativtre métodos

semissupervisionados que fazem uso do parametoord@bilidade proposto por este
trabalho no qual serdo aplicados as bases de dadbsotulos. Para iniciar essa analise,
bases de dados fardo parte do conjuntaa@set multirrotulos ja utilizadas nesses
experimentos, aumentando, portanto, 0 nimero ddtades obtidos a partir dos novos
mecanismos de classificacdo. Essas bases de dattpsalmente, apresentam uma
grande dimensionalidade de atributos o que, coesggunente, podem vir a ser um
potencial problema quanto a aquisicdo de resultadtisfatorios. Como mencionado
anteriormente, foi pensado em uma técnica conhemtao selecdo de atributos ou
reducédo de dimensionalidade, com o objetivo deziedudimensionalidade dos dados
das novas bases multirrétulos escolhidas. O objgtiincipal deste capitulo € possibilitar
a analise do impacto desses métodos em bases tiergtulbs a partir dos métodos

semissupervisionados com parametros de confiatidida

Na segunda parte dessa analise empirica, 0s méboojpsstos serdo comparados com
métodos multirrotulos ja existentes, propostos &RJLAOR; RODRIGUES et al,
2013). Essa analise comparativa € realizada usaapenas dois métodos
semissupervisionados multirrétulo, o0 SSBR e o S&LEBinco bases de dados. Por
questbes de limitacdo nos resultados presentegaballio de (SPOLAOR, 2013),
somente sera possivel realizar uma analise conymragéntre o0s métodos

semissupervisionados BR e LP.

Nas Tabelas 7.9 e 7.10 foram apresentados osadgsslpara os métodos BR e LP,
respectivamente. Nessas tabelas, para cada comantiados, a primeira e a segunda
linha representam os métodos propostos por ediallia O objetivo principal dessa
comparacdo € investigar se a abordagem desenvopatdaeste trabalho alcanca
resultados mais significantes comparado com a algerd proposta por (SPOLAOR,
2013). Alem disso, a terceira linha presente naslaa representa os resultados referente
ao método de selecdo de caracteristica propos{&B@LAOR, 2013). Para uma melhor
compreensdo na andlise, os melhores resultadodosbem cada métrica estardo

destacados na cor cinza, o0 que representa a gélutadora.
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Como pode ser observado, na Tabela 7.9, o méto@RiISSpresentou os melhores
resultados em 8 casos dos 20 casos analisadosel@sres resultados para o SSBRcr e
RF-BR foram 6 e 7 dos 20 casos analisados, respawtnte. Em outras palavras, para os
métodos analisados, podemos afirmar que um dosdo®tda metodologia proposta
apresentou um desempenho um pouco melhor compacadms outros dois meétodos.

Portanto, é possivel obter resultados satisfatdacsbordagem propsota para o BR.

EMOTIONS

HLss! | SAcct | Acct | F-M1

SSBRr 0.189 0.273 | 0.564 | 0.622
SSBRcr 0.196 0.266 0.54] 0.627
RF-BR 0.220 0.260 0.53( 0.620
GENBASE
SSBRr 0.005 0.938| 0.981 | 0.989
SSBRcr 0.002 0.927| 0.978 0.980
RF-BR 0.001 | 0.940 | 0.970| 0.980
MEDICAL
SSBRr 0.013 0.612| 0.68§ 0.753
SSBRcr 0.017 0.633| 0.40Y 0.408
RF-BR 0.010 | 0.640 | 0.710 | 0.730
SCENE
SSBRr | 0.090 0.669 | 0.662  0.667
SSBRcr 0.091| 0.688 | 0.688 | 0.667
RF-BR 0.120 0.640 0.66(¢ 0.670
YEAST
SSBRr 0.249 0.144 0.432 0.5783
SSBRcr 0.195| 0.147 | 0.524 | 0.608

RF-BR 0.240 0.120 0.480 0.59¢

Tabela 7.9  Performance dos métodos multirrétula padtas as versdes do BR.

Nesta parte do trabalho sera analisado a perfoendos métodos baseados no LP da
Tabela 7.10. A partir dessa tabela é possivel vasgue o método proposto, SSLPr,
teve uma performance significativamente superiommgarado com o0s outros dois
métodos analisados, SSLPcr e RF-LP. O SSLPr alosaoganelhores resultados em 9

dos 20 possiveis casos, enquanto o SSLpcr obtevelbsres resultados em 7 casos dos
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20 casos possiveis. Por fim, o RF-LP atingiu oshorek resultados em 4 dos 20

possiveis casos.

Com base na Tabela 7.10, é possivel analisar gberdagem proposta teve um impacto
significativo na performance dos métodos baseadds"n Além disso, o uso da reducéo
de dimensionalidade teve um impacto positivo nafop@ance dos métodos

semissupervisionados, uma vez que, para essedigordparacdo, o método do RF-LP
nao teve resultados superiores comparados com tuwlosépropostos pela abordagem

inicial.

EMOTIONS
HLss! | SAcct | Acct | F-M 1
SSLPr| 0.210 | 0.308 | 0.568 | 0.684
SSLPcr| 0.214| 0.2990 0.551 0.668
RF-LP | 0.220| 0.280| 0.540 0.63
GENBASE
SSLPr| 0.005| 0.966/ 0.946 0.946
SSLPcr| 0.005| 0.967 | 0.996| 0.995
RF-LP | 0.001 | 0.940| 0.970| 0.980
MEDICAL
SSLPr | 0.019 0.544 | 0.594 0.610
SSLPcr| 0.020 0.552] 0.586 0.599
RF-LP | 0.020| 0.560 | 0.670| 0.700
SCENE
SSLPr | 0.096 0.581 | 0.717 | 0.719
SSLPcr| 0.097 0.583 0.712 0.714
RF-LP | 0.110 | 0.640 | 0.670] 0.680
YEAST
SSLPr | 0.220 0.148 | 0.517 0.6238
SSLPcr| 0.222 0.134] 0.518 | 0.626
RF-LP | 0.222 | 0.150 | 0.510] 0.620

o

Tabela 7.10 Performance dos métodos multirrétudma fodas as versdes do LP.
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A fim de dar suporte a esta analise comparativafiaps do tipo radar, baseados na

performance das métricas de avaliacdo propostaeptw trabalho, representam os

resultados alcancados pelos métodos sob a pekspéeetimétricas de avaliacdo, onde o

maior valor indica a melhor performance para asuiségs métricas (F-Measure,

Accuracy, Subset Accuracy) e o menor valor indicane@lhor performance para o

Hamming Loss. Portanto, os melhores resultadosseptados pelos graficos a seguir

estdo representados pelos valores que mantiveradistantes do centro quando as

métricas eram F-Measure, Accuracy, Subset Accumdyamming Loss quando o0s

valores alcangados estavam proximo ao centro degrd&la Figura 7.10 ilustrada pelo

grafico Radar para os métodos baseados no BRpfsiiyel observar que, em algumas

bases, os resultados foram mais significantes parabordagens propostas quando

comparados com o método RF-BR. Da mesma maneir&jguaa 7.11 ilustrada, foi

apresentado os resultados obtidos pelos métodesds no LP e que, para algumas

bases, as abordagens propostas inicialmente afaesen alguns resultados mais

significantes quando comparado com o RF-LP.
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Neste capitulo foram apresentados os resultadarimgntais obtidos pelos métodos de

classificacdo multirrotulo utilizando a abordagem aprendizado semissupervisionado

com confiabilidade; outra abordagem resultou em w@malise comparativa entre 0s

métodos propostos na primeira abordagem destelltcakaos métodos propostos pelo
trabalho de (SPOLAOR, 2013); ambos fizeram uso ased de dados multirrétulo,

objetivando um impacto positivo na obtencdo dosilt@dos finais. Inicialmente, os

métodos da primeira abordagem deste trabalho forg@nizados em dois grupos com

diferentes percentuais de dados a serem rotuladoslmente. Parte dos resultados

foram analisados com um percentual de 25% dos datidados e outra analise foi feita

a partir do percentual de 75% dos dados rotuladddalimente. Ja na segunda

abordagem, foram analisados sob um percentual@eogSesultados alcancados a partir

dos métodos semissupervisionados multirrétulos confiabilidade e métodos baseados

no ReliefE Neste contexto, pode-se afirmar que, de modol,garautilizacdo da

abordagem proposta por esse trabalho aprensestdtacos satisfatorios.
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Capitulo 7

Consideracoes Finais

Neste trabalho foi realizado um estudo sobre acagfio de técnicas de aprendizado
semissupervisionado combinado com tarefas de fitagsio multirrétulo, de modo a

avaliar os resultados obtidos e identificar suadagens e desvantagens.

Esse estudo foi motivado pela busca de resultatioerges a partir da escolha de
exemplos em diferentes regides do conjunto de dddeeando-se, portanto, pelo valor
do desvio padrao das confidéncias que cada exeappésenta. Em estudos anteriores,
foi constatado que uma das possiveis causas parasoados apresentados terem
contribuido de maneira negativa era devido a foafeatéria como esses exemplos
haviam sido escolhidos. Para tal motivacdo, os sladim-rotulados do conjunto de
exemplos serdo rotulados a partir de tanking do desvio padrédo das confidéncias

desses exemplos.

Além disso, é notavel um crescente aumento noesger pela area de aprendizado de
maquina pela comunidade cientifica, principalmepétos estudos sobre tarefas de
classificagdo multirrétulo e aprendizado semissupenado; seja pela diversidade de
problemas encontrados quanto a classificagdo ddssda uma ou mais classes,
classificacdo multirrétulo, ou quanto a maneira ea#o tratados os dados rotulados e

nao-rotulados no aprendizado semissupervisionado.

Foram investigados as combinagfes entre cada tahgode classificacdo multirrétulo
com a técnica de aprendizado semissupervisionadesatlas nwanking do desvio
padrdo das confidéncias ou melhor, a partir denpetrds de confiabilidade. Tais
algoritmos séo: SSBRr, SSLPr, SSRAKELr, SSRAKESS8BRcr, SSLPcr, SSRELcr

e SSRAKELdcr.

Nos resultados experimentais, € possivel observes @ uso do parametro de
confiabilidade no aprendizado semissupervisionagte tm efeito positivo em mais de
73% dos casos analisados, 88 em 120 casos, admstmétodos e cr comparados com
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0s métodos propostos por (SANTOS, 2012) no qual fadem uso do parametro de
confiabilidade. Dentre as duas abordagenscr, ou seja, métodos com parametro de
confiabilidade, a utilizacdo da segunda aboradaggmapresentou um desempenho
superior comparado com a primeira abordagem. Qgdtadss obtidos a partir desta
analise sao promissores, uma vez que o0 desempeohiométodos multirrétulos
semissupervisionados podem ser melhorados a mioticalculo do parametro de
confiabilidade das isntancias. Além disso, podeesmcluir que a redugdo na
dimensionalidade das bases de dados apresentad@drabalho podem proporcionar am
aos metodos semissupervisionados com confiabilidadeltados satisfatorios quando

comparado com meétodos que usam apenas a técneadbaszReliefk

7.1) Trabalhos Publicados

Nesta secdo sao listados os trabalhos publicadagometidos para publicacdo como

resultado do estudos propostos:

* [JCNN 2013 - Using Confidence Values in Multi-laté&lhssification Problems
with Semi-Supervised Learning. Rodrigues, F. (IFRSantos, A. (UFERSA);
Canuto A. (UFRN); Dallas — TX — USA.

e IJCNN 2014 — Confidence Factor and Feature Selediio Semi-supervised
Multi-label Classification Methods. Rodrigues, FERN); Santos, A. (UFERSA);
Canuto A. (UFRN); Beijing — CHINA.

7.2) Trabalhos Futuros

A andlise realizada neste trabalho ainda pode sesndida. Dessa maneira, alguns

trabalhos futuros possiveis séo:

* Definir e implementar novos métodos que serdo egapl@es no aprendizado
semissupervisionado multirrétulo a partir@o-Training
* Propor novos mecanismos para classificacdo de dddesarquicamente

multirrotulo a partir da confiabilidade;
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Expandir os estudos referente aos métodos redudongnsionalidade e aplica-
los em problemas de classificacdo multirrotulo ssopervisionado;
Utilizacdo de novas bases de dados no processdassificacdo multirrgtulo

semissupervisionado.
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